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RESUMEN 

 

El índice normalizado de vegetación (NDVI) es de vital importancia para la investigación en 

los procesos de los cambios climáticos. El café es uno de los cultivos que está sufriendo por 

estos efectos climáticos. Por lo tanto, la presente investigación tuvo por objetivos: a) 

determinar tendencias del NDVI en zonas cafetaleras de la Provincia de Rodríguez de 

Mendoza 2000-2022; b) Registrar Valores para la Precipitación, Temperatura Máxima y 

Mínima, Humedad Relativa y Altitud y c) Construir modelos lineales (ML) para las tres zonas 

cafetaleras de la provincia de Rodríguez de Mendoza. Para ello, se realizó la descarga de 

datos para las variables, desde Climate Engine de Google Earth Engine (GEE) para NDVI y 

Power Nasa (Variables climáticas). En ese Contexto, se usaron las medidas de tendencia 

central para los valores históricos de toda la data, para ver diferencias significativas entre 

pixeles y entre lugares, se realizaron pruebas de ANOVA para NDVI. Así mismo, para la 

construcción de los modelos fue a través del programa R Studio, en donde se validaron los 

coeficientes para determinar el mejor modelo en cada lugar. Resultó que, en los 12 pixeles 

evaluados las tendencias de NDVI son variadas según cada pixel y según cada lugar, 

mostrando diferencias significativas entre las mismas. En ese sentido, los modelos lineales 

generales se lograron construir de la siguiente manera: Sauce: 1.5037778 NDVI = 

0.0144962TMAX + (-0.0103273TMIN) + 0.0043354H + ( -0.0008636ALT); Rumiaco: 

0.3052925NDVI = 0.0156559TMAX + -0.0148322TMIN + 0.0035842H; Huambo: 

1.0137NDVI = 1.037TMAX + -5.789TMIN + 4.013H + -6.291ALT. 

Palabras Claves: NDVI; Café; Google Earth Engine; Modelo de Regresión Lineal; Rodríguez 

de Mendoza 
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ABSTRACT 

 

The normalized difference vegetation index (NDVI) is of vital importance for research on 

climate change processes. Coffee is one of the crops that is suffering from these climatic 

effects. Therefore, the present research had the following objectives: a) to determine NDVI 

trends in coffee growing areas of the Province of Rodriguez de Mendoza 2000-2022; b) to 

record values for Precipitation, Maximum and Minimum Temperature, Relative Humidity 

and Altitude and c) to construct linear models (ML) for the three coffee growing areas of the 

Province of Rodriguez de Mendoza. To do so, data for the variables were downloaded from 

Google Earth Engine (GEE) Climate Engine for NDVI and Power Nasa (Climate Variables). 

In this context, measures of central tendency were used for the historical values of all the 

data, to see significant differences between pixels and between locations, ANOVA tests were 

performed for NDVI. Likewise, the construction of the models was done through the R 

Studio program, where the coefficients were validated to determine the best model for each 

location. It turned out that, in the 12 pixels evaluated, the NDVI trends varied according to 

each pixel and according to each location, showing significant differences between them. In 

this sense, the general linear models were constructed as follows: Sauce: 1.5037778 NDVI 

= 0.0144962TMAX + (-0.0103273TMIN) + 0.0043354H + ( -0.0008636ALT); Rumiaco: 

0.3052925NDVI = 0.0156559TMAX + -0.0148322TMIN + 0.0035842H; Huambo: 

1.013737NDVI = 1.037TMAX + -5.789TMIN + 4.013H + -6.291ALT. 

 

Key words: NDVI; coffee; Google Earth Engine; Linear Regression Model; Rodriguez de 

Mendoza
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I. INTRODUCCIÓN  

 

La vegetación y el clima son aspectos importantes de la investigación ecológica y 

ambiental (Liu et al., 2020). Es por ello, que comprender la interacción atmósfera-

superficie terrestre es fundamental para aclarar las respuestas y retroalimentaciones de 

los ecosistemas terrestres al cambio climático (W. Zhao et al., 2020).  

El método tradicional de visitar el campo y encuestar a los agricultores para estimar el 

rendimiento de los cultivos o adquirir datos agrometeorológicos se ha considerado poco 

práctico, especialmente en los casos en que los campos no son fácilmente accesibles 

(Shrestha et al., 2016). Actualmente, plataformas como Google Earth Engine (GEE) 

permiten a los usuarios aprovechar su potencia informática y la movilidad de una 

solución basada en la nube (Villavicencio et al., 2018); es decir, procesar datos de 

grandes satélites para abrir una nueva frontera de posibilidades y aplicaciones 

(Lasaponara et al., 2022). En este sentido, se puede decir que GEE permite abordar de 

manera efectiva los desafíos del análisis de big data (Amani et al., 2020). En general, 

GEE es una plataforma ideal para el modelado agrícola y ambiental a gran escala basado 

en diversos conjuntos de datos geoespaciales (Tamiminia et al., 2020; C. Zhang et al., 

2020), ya que permite abordar una variedad de problemas sociales de alto impacto como 

la deforestación, sequía, desastres, enfermedades, seguridad alimentaria, gestión del 

agua, monitoreo del clima y protección del medio ambiente (Gorelick et al., 2017a).  

Asi mismo utilizamos una plataforma paralela de computación llamado Climate Engine 

( http://ClimateEngine.org) (Hausner et al., 2018) que trabaja bajo en entorno de 

Google Earth Engine, permitiendo a acceder a muchas colecciones de datos climáticos a 

nivel mundial  (Huntington et al., 2017a). Calculándose el NDVI en el mismo Climate 

Engine utilizando colecciones de Landsat del servicio Ecológico de EE. UU alojadas en 

GEE (USGS) (Gorelick et al., 2017b). Climate Engine aplica automáticamente máscaras 

de nubes que proporciona colecciones de reflectancia en la superficie de imágenes 

Landsat para el enmascaramiento de datos de NDVI promediados espacial y 

temporalmente (Foga et al., 2017). 

http://climateengine.org/
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En tanto, para la descarga de los datos climáticos que se utiliza en esta investigación, 

fueron descargados de predicción de recursos energéticos mundiales (Power) plataforma 

de la NASA (https://power.larc.nasa.gov/data-access-viewer/) quien dispone registros 

climáticos en periodos mayores de 22 años (Choque Tarqui, 2021) a través de su 

programa de investigación (https://science.nasa.gov/earth-science/programs/research-

analysis) estos proporcionan datos importantes climáticos de la tierra (Sergio Vilchez 

Mendoza et al., 2020) 

En ese contexto, uno de los métodos de clasificación importantes que se utilizan 

ampliamente para detectar cambios en la cobertura y el uso de la tierra es el Índice de 

Vegetación de Diferencia Normalizada (NDVI) (Aburas et al., 2015). El NDVI por sus 

siglas en inglés (Normalized Difference Vegetation Index), proviene de la respuesta de 

las plantas en relación con el espectro electromagnético y se aplica para el monitoreo de 

la vegetación en tiempo como espacio (Cesar Augusto et al., 2017).  

El NDVI ha sido el índice más utilizado en la dinámica de la vegetación y estudios 

ambientales (Dagnachew et al., 2020; Fan & Liu, 2016). Es por ello, que se le consideran 

la técnica más eficaz y utilizada en la evaluación del rendimiento de los cultivos y pueden 

proporcionar una evaluación a nivel de campo (Shrestha et al., 2016). Simultáneamente, 

teniendo como valores R que representa la banda roja, IRc la banda de infrarrojo cercano, 

cuyo resultado oscila entre -1,0 y +1,0 (Saura et al., 2019).  

Muchos estudios han revelado que NDVI es de vital importancia para la investigación de 

los procesos de la superficie del suelo y los cambios climáticos (Peng et al., 2019). 

Además, estudios recientes han indicado que tiene impacto positivo en la caracterización 

fenológica mensual de cultivo de trigo, durante la temporada de siembra, pico altos y 

época de cosecha (Tiwari et al., 2020). Así mismo, Martín-Ortega et al, (2020) utilizaron 

el NDVI y otros índices como EVI (Índice de Vegetación Mejorada) e IC (Índice de 

Iluminación) para evaluar los patrones espacio temporales sobre un bosque tropical 

durante un periodo de tiempo. Del mismo modo, Ghosh et al, (2021) analizó el NDVI y 

otros índices más como GPP, EVI, LAI, FAPAR para encontrar el indicador del Índice 

https://power.larc.nasa.gov/data-access-viewer/
https://science.nasa.gov/earth-science/programs/research-analysis
https://science.nasa.gov/earth-science/programs/research-analysis
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de Gravedad de la Sequía de Palmer (PDSI) en áreas vegetativas y otros ecosistemas 

terrestres a largo plazo.  

El NDVI es empelado en diferentes investigaciones. Por ejemplo, Singh et al, (2021) 

determinó el estrés hídrico para mejorar el uso del agua en los cultivos a fin de limitar el 

daño fisiológico y la reducción del rendimiento. Gaw & Richards, (2021) utilizaron 

NDVI para el estudio de tendencias temporales, como un indicador de madurez de la 

vegetación en tierras recuperadas a lo largo de los años (entre 1988 a 2015). Por otra 

parte, Polk et al, (2020) evaluó el cambio del paisaje del Perú, mostrando sitios con 

tenencias positivas y negativas en el NDVI. Por tanto, valores de NDVI, pueden ayudar 

a reconocer la presencia de vegetación en el territorio, reconocer ciertas estructuras 

vegetales, analizar series temporales de crecimiento de cultivos e incluso reconocer 

vegetación dañada por el impacto provocado por incendios (Peña & Ulloa, 2017). Sin 

embargo, se debe señalar que las variables climáticas como la temperatura pueden tener 

un efecto mayor en el NDVI (Muir et al., 2021; Rasul et al., 2020).  

En ese sentido, la construcción de modelos que nos permita inferir valores basados en 

otros factores climáticos es crucial. Es por ello, que para esta investigación se utilizó el 

Modelo Llamado Regresión Lineal (LM), siendo útil para predecir una respuesta 

cuantitativa y comprender relaciones entre variables (Balconi et al., 2010). Es un método 

que se utiliza para la estimación de mínimos cuadrados, teniendo diferentes formar de 

mostrar el resultado de un modelo (Babar et al., 2021). Al escoger este modelo para sus 

análisis de la información tenemos en cuenta que le promedio de la variable dependiente 

se incrementa o se disminuye conforme se incrementa o se disminuye la variable 

independiente, existiendo una relación entre las variables de cada pixel (Palacios-Cruz et 

al., 2013). 

Por otro lado, el café sigue la ruta fotosintética C3 o ciclo de Calvin, conocido como fase 

de bioquímica, productividad, crecimiento y el rendimiento de la biomasa vegetal 

dependen de los carbohidratos producidos mediante la fotosíntesis(Gómez Gil, 2012). 

Por tanto, valores de NDVI, pueden ayudar a reconocer la presencia de vegetación en el 

territorio, reconocer ciertas estructuras vegetales, analizar series temporales de 
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crecimiento de cultivos e incluso reconocer vegetación dañada por el impacto provocado 

por incendios (Peña & Ulloa, 2017). 

Por lo tanto, esta investigación determinó un Modelo de regresión lineal que permita 

estimar el Índice Normalizado de Vegetación (NDVI), usando inferencia de valores de 

series de tiempo de las variables: Precipitación, Temperatura Máxima, Temperatura 

Mínima, Humedad Relativa y Altitud, usando la plataforma Google Earth Engine (GEE) 

en las 3 zonas cafetaleras de Rodríguez de Mendoza (2000 – 2022). Finalmente, se 

pretende que los resultados sirvan para tomar decisiones estratégicas de manejo integrado 

de cultivo, basados en índices de vegetación.  
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II. MATERIAL Y METODOS 

2.1. Ubicación del estudio 

Amazonas, se ubica parte norte del Perú con una población total de 379.384 habitantes 

(9,6 hab./km2) y una geolocalización de 3°0′–7°2′ S y 77°0′–78°42′ W, ubicada entre 120 

y 4400 m.s.n.m, con un clima cálido y húmedo. Así mismo, se caracteriza por tener mayor 

diversidad sociocultural y biofísica para la cadena agrícola del cultivo de café, entre otros 

cultivos (López et al., 2020). La provincia de Rodríguez de Mendoza representa el 20,25 

% del área total de Amazonas, teniendo una extensión territorial de 2359,39 Km2 y está 

ubicada a 1300 m.s.n.m, con una geolocalización de 6° 23′ 17″ S, 77° 29′ 11″ O (S. T. 

Leiva-Espinoza et al., 2017).   

La presente investigación, se desarrolló en 12 pixeles, registrados con cultivos de café en 

la Región Amazonas, correspondientes a Rumiaco (4pixeles), Omia (4pixeles), y Sauce 

(4pixeles) (Gorelick et al., 2017a) 

Rumiaco se encuentra ubicada en una latitud 6° 23' 26.8" S y longitud 77° 24' 42.2" W, 

el distrito de Huambo se encuentra situado a 06°26.202” de latitud sur y 77°31.467” de 

longitud oeste a una altitud de 1 675 m.s.n.m y Sauce se encuentra ubicada en una latitud 

6° 24' 46" S y longitud 77° 27' 27" W (INEI, 2018). 

Las tres zonas de estudio de la provincia de Rodríguez de Mendoza presentan todo el año 

climas de tipo lluvioso, muy húmedo y templado, con una temperatura máxima que oscila 

entre 25 C° a 29 C° y temperatura mínima que oscila de 11 °C a 17 °C con una 

precipitación anual de 1200 mm y 3000 mm aproximadamente, una altitud de 2000 m.s. 

n.m. y 1000 m.s.n.m. del flanco oriental de la cordillera de los Andes (SENAMHI, 2020) 

Amazonas en Perú es una región líder en producción de cultivo de café, con un promedio 

anual de 1046 kg/ha aproximadamente (Ferrer Tarazona & Vargas Paita, 2023), dentro 

de ello se encuentra Rodríguez de Mendoza, ocupando una de las cuatro mejores 

provincias de amazonas productoras de café, produciendo 25, 000 toneladas al año 

aproximadamente, con un rendimiento promedio anual de 700 y 1250 kg/ha (López et 

al., 2020). 



24 

Figura  1 

Mapa de Ubicación de tres zonas cafetaleras en la provincia de Rodríguez de Mendoza 

de la Región de Amazonas. 
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La selección de las 3 zonas cafetaleras utilizando la herramienta de ArcGis 10.8 se realizó 

de la siguiente manera: llamada Arc Toolbox: Data Management Tools - Feature Class - 

Create Random Points en formato Shape. 

2.2. Metodología. 

2.2.1. Identificación y mapeo de pixeles con cultivo de café 

La recopilación de datos se realizó al azar en tres zonas cafetaleras (Rumiaco, 

Huambo y Sauce) de la provincia de Rodríguez de Mendoza (Amazonas), con la 

tecnología de un sistema de posicionamiento global (GPS) (William & Pingus, 2017). 

Se georreferenciaron 4 pixeles de cada zona, con un total de 12 pixeles.  

Tabla 1 

Georreferencias de los 12 pixeles en tres zonas cafetaleras 

DISTRITOS ZONAS PIXEL LONGITUD LATITUD ALTITUD 
 

OMIA RUMIACO 

PIXEL 1 0233005 9290051 1787 msnm  

PIXEL 2 0233070 9289701 1838 msnm  

PIXEL 3 0232992 9289615 1742 msnm  

PIXEL 4 0232904 9289859 1742 msnm  

HUAMBO HUAMBO 

PIXEL 1 0221555 9288007 1625 msnm  

PIXEL 2 0221651 9287774 1657 msnm  

PIXEL 3 0221454 9288018 1633 msnm  

PIXEL 4 0222007 9288083 1594 msnm  

SAN 

NICOLÁS 
SAUCE 

PIXEL 1 0228435 9290106 1512 msnm  

PIXEL 2 0228674 9290285 1495 msnm  

PIXEL 3 0228605 9290360 1516 msnm  

PIXEL 4 0228293 9290245 1566 msnm  

 

2.2.2. Descarga de datos de las variables 

En la presente investigación se utilizaron 2 plataformas computacionales, donde se 

incluyó información de 6 variables (NDVI, precipitación, temperatura máxima y 

mínima, humedad relativa y altitud). 

De esta manera, para la variable: NDVI fue descargada de la aplicación de 

computación en la nube Climate Engine.org (https://www.climateengine.org/).  

https://www.climateengine.org/
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La data diaria de las variables: precipitación, temperatura máxima y mínima, 

humedad relativa y altitud.  Se obtuvo del visor de acceso de datos: POWER, mismo 

que contiene parámetros relacionados con la meteorología y la energía solar 

(https://power.larc.nasa.gov/data-access-viewer/). 

Tabla 2 

Fuentes y fechas de Descarga de las variables de estudio 

 

 

 

 R=Rumiaco, H= Huambo, S= Sauce 

2.2.3. Obtención del índice de vegetación normalizado (NDVI) en Climate 

Engine.org. 

Gracias a Climate Engine.org (https://www.climateengine.org/) impulsado por 

Google Earth Engine, se obtuvo el NDVI (Hausner et al., 2018). Fueron procesados 

y descargados, espacial y temporalmente valores promedios de NDVI mensuales 

derivados de Landsat 5, 7, 8 y 9 de 30 m, para los 12 pixeles de las tres zonas 

cafetaleras de la provincia de Rodríguez de Mendoza (Rumiaco, Huambo y Sauce), 

para 22 años, desde el año 2000 hasta el 2022.  

Climate Engine utiliza automáticamente las máscaras de nubes proporcionadas por 

las colecciones de reflectancia de superficie Landsat (Carlos Alvarado, 2019). Así 

mismo, el índice de vegetación normalizado (NDVI) se calculó utilizando las 

Variable Fuente de descarga 

Fecha 

inicial de 

descarga 

Fecha final 

de descarga 

Número de 

datos 

descargados 

Número 

de datos 

utilizados 

NDVI 

https://www.climateengine.org/ 

2/04/2000 25/12/2022 

R= 321 R= 321 

H= 562 H= 562 

S= 459 S= 459 

Precipitación 
anual https://power.larc.nasa.gov/data-

access-viewer/ 

2/04/2000 25/12/2022 

R= 8401 R= 8401 

H= 8401 H= 8401 

S= 8401 S= 8401 

Temperatura 
Máxima https://power.larc.nasa.gov/data-

access-viewer/ 

2/04/2000 25/12/2022 

R= 8401 R= 8401 

H= 8401 H= 8401 

S= 8401 S= 8401 

Temperatura 
Mínima https://power.larc.nasa.gov/data-

access-viewer/ 

2/04/2000 25/12/2022 

R= 8401 R= 8401 

H= 8401 H= 8401 

S= 8401 S= 8401 

Humedad 
Relativa https://power.larc.nasa.gov/data-

access-viewer/ 

2/04/2000 25/12/2022 

R= 8401 R= 8401 

H= 8401 H= 8401 

S= 8401 S= 8401 

https://power.larc.nasa.gov/data-access-viewer/
https://www.climateengine.org/
https://www.climateengine.org/
https://power.larc.nasa.gov/data-access-viewer/
https://power.larc.nasa.gov/data-access-viewer/
https://power.larc.nasa.gov/data-access-viewer/
https://power.larc.nasa.gov/data-access-viewer/
https://power.larc.nasa.gov/data-access-viewer/
https://power.larc.nasa.gov/data-access-viewer/
https://power.larc.nasa.gov/data-access-viewer/
https://power.larc.nasa.gov/data-access-viewer/
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colecciones de productos de reflectancia de superficie Landsat del USGS. (USGS) En 

Google Earth Engine (Huntington et al., 2017). 

Se utilizó el NDVI para el monitoreo del largo plazo, que pueden reflejar cambios de 

cobertura vegetal a largo de los años, utilizando datos de banda infrarroja e infrarroja 

cercana (Ferrer et al., 2020; H. Zhao et al., 2022)como: 

NDVI= Rnir-Rred/Rnir+Rred 

Dónde Rnir es la reflectancia de la banda del infrarrojo cercano; 𝑅 red es la 

reflectancia de la banda roja; Rnir y Rred corresponden a las bandas de las imágenes 

de Sentinel 5, 7, 8 y 9. 

Tabla 3 

Actividad Fotosintética con sus respectivos Valores de NDVI 

                 Actividad Fotosintética            Valores de NDVI 

Nula >0 

Baja 0.1 a 0.2 

Moderadamente Baja 0.21 a 0.4 

Moderada 0.41 a 0.6 

Moderadamente Alta 0.61 a 0.8 

Alta 0.81 a 1 

       Fuente: (Souza et al., 2020) 

2.2.4. Obtención de precipitación, temperatura máxima y mínima, humedad relativa 

de predicción de recursos energéticos mundiales (POWER). 

Los datos climáticos diarios de precipitación, temperatura máxima y mínima, 

humedad relativa fueron descargados de predicción de recursos energéticos 

mundiales (Power) (https://power.larc.nasa.gov/data-access-viewer/), es una versión 

del sistema de asimilación de datos del Sistema de Observación de la Tierra Goddard 

(GEOS) de la NASA. La resolución de los datos de precipitación de IMERG es una 

cuadrícula global de latitud/longitud de 0,1° x 0,1° (aproximadamente 10 km), para 

los 22 años (2000 – 2022). 

https://power.larc.nasa.gov/data-access-viewer/
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2.2.5. Construcción de modelo de regresión lineal (ML) 

Para la elaboración de un modelo de regresión lineal (ML) se realizó en la aplicación 

de R Studio, para el NDVI en los 12 pixeles georreferenciado en las zonas 

Cafetaleras,  en función de covariables como precipitación, temperatura máxima y 

mínima, humedad relativa y altitud para cada uno de los pixeles (12), en una serie de 

tiempo (2000 – 2022) considerando un Modelo Lineal (ML) comparamos las 

funciones de enlace logarítmica y de raíz cuadrada para ajustar el modelo a nuestros 

datos, finalmente aplicamos regresiones por paso basados en el criterio de 

información de Akaike (AIC) para seleccionar el mejor modelo, esto parra cada pixel 

georreferenciado. 

El modelo lineal, es un modelo matemático que se fundamenta en la ecuación 

Y=A+B+C+D+E+…. En donde Y= NDVI: A, B, C, D Y D son variables 

precipitación, temperatura máxima y mínima, humedad relativa y altitud (Sandra 

Patricia Galarza Torres. et al., 2019). El modelo lineal se ajusta a los datos mediante 

al comando lm de R, con varios niveles, que se define un factor la variable 

independiente, a ellos se verifica que las variables estén bien configuradas desde el 

data histórica (Lorenzo, 2022). Así mismo, dicho modelo no es válido si no se 

comprueba dicha normalidad, mediante Akaike (AIC) o mediante el P – value de la 

tabla. Mencionando que el AIC sean menores de dos unidades la diferencia entre los 

modelos se opta por P value de la variable que revela el nivel de significancia de la 

relación entre las variables de estudio (Daniel Guillermo Cavaller Riva et al., 2011). 

Todos los análisis se realizaron en R Studio. 

 

 

 

 

 

 



29 

Construcción del Modelo Lineal para los tres lugares, según variables. 

Construcción del Modelo 1 para Sauce 

Realizamos el primer modelo aditivo para la zona de Sauce, con las variables de 

NDVI, Temperatura máxima y mínima, precipitación, humedad relativa y altitud 

(2000 – 2022). 

> m1=lm 

(Sauce$NDVI~Sauce$TMAX+Sauce$TMIN+Sauce$PP+Sauce$H+Sauce$ALT) 

> m1 

Se utiliza el comando lm de R Studio para desarrollar el modelo.  

Call: 

Lm (formula = Sauce$NDVI ~ Sauce$TMAX + Sauce$TMIN + Sauce$PP + 

Sauce$H + Sauce$ALT) 

Coefficients: 

(Intercept) Sauce$TMAX   Sauce$TMIN     Sauce$PP      Sauce$H    Sauce$ALT   

   1.493164     0.014496          -0.010135        -0.001998       0.004453   -0.000863   

> summary(m1) 

Call: 

lm(formula = Sauce$NDVI ~ Sauce$TMAX + Sauce$TMIN + Sauce$PP + 

Sauce$H + Sauce$ALT) 

Construcción del Modelo 2 Sauce según variables 

Realizamos el segundo modelo  

> m2= lm (Sauce$NDVI~Sauce$TMAX+Sauce$TMIN+Sauce$H+Sauce$ALT) 

> m2 

Call: 

lm(formula = Sauce$NDVI ~ Sauce$TMAX + Sauce$TMIN + Sauce$H + 

Sauce$ALT) 
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Coefficients: 

(Intercept) Sauce$TMAX   Sauce$TMIN      Sauce$H    Sauce$ALT   

  1.5037778    0.0144962   -0.0103273    0.0043354   -0.0008636   

> summary(m2) 

Call: 

lm(formula = Sauce$NDVI ~ Sauce$TMAX + Sauce$TMIN + Sauce$H + 

Sauce$ALT) 

Construcción del Modelo Para Rumiaco según variables 

Construcción del Modelo 1 Rumiaco 

Realizamos el primer modelo aditivo para la zona de Rumiaco, con las variables de 

NDVI, Temperatura máxima, mínima, precipitación, humedad relativa y altitud. 

(2000 – 2022). 

>m1=lm(Rumiacu$NDVI~Rumiacu$TMAX+Rumiacu$TMIN+Rumiacu$PP+Rum

iacu$H+Rumiacu$ALT) 

> m1 

Se utiliza el comando lm de R Studio para desarrollar el modelo.  

Call: 

lm(formula = Rumiacu$NDVI ~ Rumiacu$TMAX + Rumiacu$TMIN + 

Rumiacu$PP + Rumiacu$H + Rumiacu$ALT) 

Coefficients: 

 (Intercept)  Rumiacu$TMAX  Rumiacu$TMIN    Rumiacu$PP     Rumiacu$H   

Rumiacu$ALT   

   0.7900489     0.0156008          -0.0145482          -0.0012720          0.0037097     -

0.0003034   

> summary(m1) 

Call: 
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lm(formula = Rumiacu$NDVI ~ Rumiacu$TMAX + Rumiacu$TMIN + 

Rumiacu$PP +  

    Rumiacu$H + Rumiacu$ALT) 

Modelo 2 Rumiaco 

Realizamos el segundo modelo. 

> 

m2=lm(Rumiacu$NDVI~Rumiacu$TMAX+Rumiacu$TMIN+Rumiacu$H+Rumiacu

$ALT) 

> m2 

Call: 

lm(formula = Rumiacu$NDVI ~ Rumiacu$TMAX + Rumiacu$TMIN + 

Rumiacu$H +  

    Rumiacu$ALT) 

Coefficients: 

 (Intercept)      Rumiacu$TMAX  Rumiacu$TMIN     Rumiacu$H   Rumiacu$ALT   

    0.808621          0.015610             -0.014714               0.003592     -0.000309   

> summary(m2) 

Call: 

lm(formula = Rumiacu$NDVI ~ Rumiacu$TMAX + Rumiacu$TMIN + 

Rumiacu$H +  

    Rumiacu$ALT) 

Construcción del Modelo 3 Rumiaco 

Realizamos el tercer modelo  

> m3=lm(Rumiacu$NDVI~Rumiacu$TMAX+Rumiacu$TMIN+Rumiacu$H) 

> m3 

Call: 
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lm(formula = Rumiacu$NDVI ~ Rumiacu$TMAX + Rumiacu$TMIN + 

Rumiacu$H) 

Coefficients: 

 (Intercept)     Rumiacu$TMAX  Rumiacu$TMIN     Rumiacu$H   

   0.305293      0.015656               -0.014832             0.003584   

> summary(m3) 

Call: 

lm(formula = Rumiacu$NDVI ~ Rumiacu$TMAX + Rumiacu$TMIN + 

Rumiacu$H) 

Construcción del Modelo Para Huambo 

Construcción del Modelo 1 Huambo 

Realizamos el primer modelo aditivo para la zona de Huambo, con las variables de 

NDVI, Temperatura máxima, mínima, precipitación, humedad relativa y altitud. 

(2000 – 2022). 

> m1 

Se utiliza el comando lm de R Studio para desarrollar el modelo.  

Call: 

lm(formula = Huambo$NDVI ~ Huambo$TMAX + Huambo$TMIN + 

Huambo$PP + Huambo$H + Huambo$ALT) 

Coefficients: 

(Intercept)    Huambo$TMAX  Huambo$TMIN    Huambo$PP     Huambo$H   

Huambo$ALT       1.2409492       0.0104146          -0.0057049           -0.0008437      

0.0040662     -0.0006289   

> summary(m1) 

Call: 

lm(formula = Huambo$NDVI ~ Huambo$TMAX + Huambo$TMIN + Huambo$PP + 

Huambo$H + Huambo$ALT) 
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Construcción del Modelo 2 Huambo. 

Realizamos el segundo modelo  

> 

m2=lm(Huambo$NDVI~Huambo$TMAX+Huambo$TMIN+Huambo$H+Huambo

$ALT) 

> m2 

Call: 

lm(formula = Huambo$NDVI ~ Huambo$TMAX + Huambo$TMIN + Huambo$H +  

Huambo$ALT) 

Coefficients: 

(Intercept)      Huambo$TMAX    Huambo$TMIN      Huambo$H     Huambo$ALT   

   1.2465684        0.0103711           -0.0057894            0.0040128        -0.0006291   

> summary(m2) 

Call: 

lm(formula = Huambo$NDVI ~ Huambo$TMAX + Huambo$TMIN + Huambo$H + 

Huambo$ALT) 

2.1.1. Análisis estadístico 

Los resultados del análisis estadístico fueron presentados por pixeles (12) y por zonas 

(3). Para determinar tendencias de las variables NDVI, precipitación, temperatura 

máxima y mínima, humedad relativa, en zonas cafetaleras de la Provincia de 

Rodríguez de Mendoza en series de tiempo, se caracterizaron las desviaciones 

estándar, valores máximos, mínimos y estándar del número total de píxeles y por 

zonas (Ocampo López et al., 2020).  

Respecto a los valores de NDVI para las tres zonas cafetaleras de la provincia de 

Rodríguez de Mendoza, se analizaron a través del coeficiente de variación (CV = 

desviación estándar / media aritmética x 100) (Gutiérrez et al., 2023). La media 

estadística se determinó en función de la distribución de los pixeles (12) 

georreferencias del cultivo de café y zonas (3) y en relación con la media del NDVI 
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calculado. Así mismo, para analizar la relación entre las variables se realizaron 

gráficos de dispersión para obtener el coeficiente de correlación método estadístico 

que refleja la dependencia entre dos variables (Pincay Menéndez et al., 2022). 

Seguidamente, se llevó a cabo la elaboración de box plots, siendo un gráfico de 

visualizar rápidamente la dispersión de una serie de datos (Avdan & Jovanovska, 

2016).  

A continuación, se realizó una formula estadística (ANOVA), para comparar 

estadísticamente las tres zonas de estudio (Rumiaco, Huambo y Sauce) y zonas (12), 

mediante un análisis de varianza, seguido post hoc por diferencia significativa 

honesta de Tukey (Tuckey – HSD), Se compararon las tres zonas, mediante una 

prueba t, en ello con un valor significativo a P< 0, 05 (Gurvich & Naumova, 2021). 

Se trata de un procedimiento estadístico de comparación múltiple para evaluar medias 

múltiples, en el que no son necesarias suposiciones sobre la distribución, el tamaño 

de la muestra o la homogeneidad de la varianza (Cuba Maury Toledo & Científico 

Técnico, 2010). 

Luego, se realizó Paired Samples T-Test  (Rietveld & van Hout, 2017) para los 12 

pixeles de las 3 zonas de estudio, donde se analiza los 12 pixeles tomados en tres 

zonas diferentes, bajo un enfoque de control en condición experimental, con la prueba 

Wilcoxon que clasifica valores absolutos entre las zonas de estudio. 

En el tercer objetivo se realizó un modelo de regresión lineal (LM) del Índice de 

Vegetación de Diferencia Normalizada (NDVI), en función de variables climáticas 

como precipitación, temperatura máxima y mínima, humedad relativa y altitud. 

Donde NDVI es el valor del NDVI que se deseó predecir y las variables climáticas 

son los coeficientes de regresión que indican cómo cada variable climática influye en 

el NDVI. Así mismo, (**) representa el error residual, que es la diferencia entre el 

valor observado del NDVI y el valor predicho por el modelo.  
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2.2.6. Esquema metodológico 

Figura  2 

Esquema metodológico para obtención de NDVI, precipitación, temperatura máxima y 

mínima, humedad relativa y altitud en tres zonas cafetaleras en la provincia de 

Rodríguez de Mendoza de la región Amazonas. 
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III. RESULTADOS 

3.1.Tendencias del NDVI en zonas cafetaleras de la Provincia de Rodríguez de 

Mendoza en series de tiempo de 2000 -2022. 

La Tabla 4, muestra los valores para un análisis descriptivo del Índice de Vegetación 

Normalizado (NDVI) histórico de 12 pixeles, seleccionados en las tres zonas (Huambo, 

Rumiaco y Sauce) de la Provincia de Rodríguez de Mendoza.  

El mayor valor de datos históricos se representó en el pixel N°1 (NDVI Huambo) con 

562 datos históricos del 02 de febrero del 2000 al 25 de diciembre del 2022. El menor 

valor de dato histórico se representó en el pixel N°7 (NDVI Rumiaco) con 197 datos 

históricos del 02 de febrero del 2000 al 25 de diciembre del 2022. 

Se aprecia que, para los valores de media, el valor mayor representa en el pixel N° 8 

(NDVI Rumiaco) con 0.799 de índice, y el valor menor en el pixel N° 2 (NDVI Huambo) 

con 0.571 de índice. También se puede mencionar el valor mayor de desviación estándar 

representa el pixel N° 5 (NDVI Rumiaco) con 0.108 y el valor menor representa el pixel 

N° 4 (NDVI Huambo) con 0.060 de valor de índice. Así mismo, con respecto al 

coeficiente de variación el valor mayor representa en el pixel N° 2 (NDVI Huambo) con 

0.146 y el valor menor en el pixel N° 4 (NDVI Huambo) con 0.097. En otro lado con 

respecto al error estándar, el valor mayor representa en el pixel N° 8 (NDVI Rumiaco), 

con 0.009 y el valor menor representa el pixel N° 1 y 4 (NDVI Huambo), con 0.003 de 

valor de índice. 
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Tabla 4 

Análisis descriptivo de variables de tendencia central histórico para NDVI en 12 puntos 

de georreferencias con cultivo de café. 

Descriptives  

  N Mean SD SE Coeficiente de variación 

P1 NDVI Huambo  562  0.573  0.078  0.003  0.136  

P2 NDVI Huambo  455  0.571  0.083  0.004  0.146  

P3 NDVI Huambo  436  0.641  0.077  0.004  0.121  

P4 NDVI Huambo  317  0.617  0.060  0.003  0.097  

P5 NDVI Rumiaco  321  0.759  0.108  0.006  0.143  

P6 NDVI Rumiaco  265  0.772  0.103  0.006  0.134  

P7 NDVI Rumiaco  197  0.720  0.095  0.007  0.132  

P8 NDVI Rumiaco  140  0.799  0.104  0.009  0.130  

P9 NDVI Sauce  459  0.687  0.098  0.005  0.143  

P10 NDVI Sauce  378  0.771  0.085  0.004  0.110  

P11 NDVI Sauce  317  0.760  0.084  0.005  0.110  

P12 NDVI Sauce  253  0.695  0.093  0.006  0.133  

Fuente: Elaboración Propia 

Nota: SD: Desviación Estándar, SE: Error Estándar. 
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Figura  3 

Representación gráfica del Análisis descriptivo de variables de tendencia central histórico para NDVI en 12 puntos de 

georreferencias con cultivo de café 

ZONA DE HUAMBO 

 

                 

 

    

 

 

 

 

 

 

 



39 

ZONA DE RUMIACO 
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ZONA DE SAUCE 
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La tabla 5, Figura 4, se muestra el análisis descriptivo que existe diferencias altamente 

significativas en las tres zonas cafetaleras de Rodríguez de Mendoza (Huambo, Rumiaco 

y Sauce), existiendo por lo tanto al menos cada zona son diferentes. 

Respecto a la zona de Huambo tiene un valor menor de desviación estándar de NDVI de 

0.082. Así mismo, la zona de Rumiaco tiene un valor mayor de desviación estándar de 

NDVI de 0.106.  

Tabla 5 

Análisis descriptivo de variables de tendencia central histórico para NDVI en 3 zonas 

con cultivo de café 

Descripción - NDVI Value  

Lugar Mean SD N 

Huambo  0.597  0.082  1770  

Rumiaco  0.760  0.106  923  

Sauce  0.727  0.098  1407  
 

 

Figura  4 

NDVI Value 

 

En relación al análisis de varianza para NDVI en cultivo de café según pixeles, en la 

Tabla 6 se observan los resultados del análisis de varianza, mostrándose diferencias 

estadísticas significativas entre ellos, con p value de P < 0.0001. 
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Tabla 6  

Análisis de la varianza para NDVI en cultivo de café según pixeles 

Cuadro de Análisis de la Varianza (SC tipo I) 

 F.V.        SC    gl   CM        F                  p-valor    

Modelo      25.63  11  2.33     300.05             <0.0001    

PIXEL       25.63  11  2.33     300.05             <0.0001    

Error       31.75 4088   0.01                   

Total       57.38 4099                     

 

La prueba Tuckey para NDVI en pixeles con cultivo de café, se muestra en la Tabla 7. 

En ese sentido, se observa 6 grupos diferentes, donde, se determinó que, el valor mayor 

de la media corresponde al pixel 8 con 0.80 y el valor menor corresponde al pixel 1 y 2 

con 0.57 para el valor medio del índice. 

Tabla 7 

Prueba de Tuckey 

Test: Tukey Alfa=0.05 DMS=0.02371 

Error: 0.0078 gl: 4088 
PIXEL       Medias         n                   E.E.                     
P2      0.57     455     4.1E-03       A                 

P1      0.57    562     3.7E-03       A                 

P4      0.62    317     4.9E-03             B              
P3      0.64    436     4.2E-03             B              

P9      0.69    459     4.1E-03               C           

P12     0.70    253      0.01                            C           

P7      0.72    197      0.01                             D        
P5      0.76    321     4.9E-03                  E     

P11     0.76    317     4.9E-03                   E     

P10     0.77    378     4.5E-03                   E     
P6      0.77    265      0.01                                E     

P8      0.80    140      0.01                                      F 
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Figura  5 

Histograma de NDVI para los 12 pixeles de zona de estudio 

 

En relación al análisis de varianza para NDVI en cultivo de café según lugares, en la 

Tabla 8 se observan los resultados del análisis de varianza, mostrándose diferencias 

estadísticas significativas, con p value de P < 0.0001. 

Tabla 8 

Análisis de la varianza para NDVI en cultivo de café según lugares 

Cuadro de Análisis de la Varianza (SC tipo I) 

F.V.     SC            gl            CM        F                     p-valor    

Modelo   21.35          2            10.67     1213.93    <0.0001    

Lugar    21.35          2            10.67     1213.93     <0.0001    

Error    36.03         4097  0.01                    

Total    57.38         4099                          

 

En la Tabla 9, se muestra el NDVI y la prueba de Tukey P <0.05 donde se observa 3 

grupos diferentes, Determina que el valor mayor de media es de la zona de Rumiaco con 

0.76, en el grupo 3 y el valor menor determina la zona de Huambo con 0.60 en el grupo 

1. 
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Tabla 9 

Tabla de prueba Tukey para NDVI en cultivo de café según lugares 

Test:Tukey Alfa=0.05 DMS=0.00873 

Error: 0.0088 gl: 4097 

Lugar       Medias       n      E.E.            

Huambo      0.60         1770   2.2E-03 A        

Sauce       0.73         1407   2.5E-03    B     

Rumiaco     0.76         923   3.1E-03       C  

Medias con una letra común no son significativamente diferentes (p > 0.05) 

 

Con respecto a la tabla 10, se muestra resultados para la prueba de T – Test para muestras 

independientes, que permitió comparar grupos de datos para los valores históricos de 

NDVI, respecto a los 12 puntos georrefenciado en cultivos de café (Tabla 10). Se realizó, 

además, una prueba de normalidad la primera denominada Student Wilcoxon que 

permitió comparar si las diferencias entre pares de datos de los pixeles, siguen una 

distribución simétrica entorno a un valor de NDVI. 

En ese sentido, el valor para la prueba de T – Test pareada la T de Student muestra 

diferencias significativas para todos los valores exceptuando el pixel 1 (Huambo) con respecto al 

pixel 2 (Huambo) con un valor de 0.018, la cual significa que muestra igualdad entre los pixeles 

y no hay diferencia significativa, del mismo modo se muestra en el pixel 5 (Rumiaco) con 

respecto al pixel 6 (Rumiaco) con un valor de 0.453; pixel 5 (Rumiaco) con respecto al pixel 10 

(Sauce) con un valor de 0.518; pixel 5 (Rumiaco) con respecto al pixel 11 (Sauce) con un valor 

de 0.932; pixel 6 (Rumiaco) con respecto al pixel 08 (Rumiaco) con un valor de 0.014; pixel 6 

(Rumiaco) con respecto al pixel 10 (Sauce) con un valor de 0.083; pixel 6 (Rumiaco) con respecto 

al pixel 11 (Sauce) con un valor de 0.015; pixel 7 (Rumiaco) con respecto al pixel 10 (Sauce) con 

un valor de 0.002; pixel 7 (Rumiaco) con respecto al pixel 11 (Sauce) con un valor de 0.014; pixel 

10 (Sauce) con respecto al pixel 11 (Sauce) con un valor de 0.542. 

Con respecto a la prueba T Wilcoxon muestra diferencias significativas para todos los valores 

exceptuando el pixel 1 (Huambo) con respecto al pixel 2 (Huambo) con un valor de 0.012, la cual 

no hay diferencia significativa, siendo mayores de 0.001, mostrando las diferencias entre pares, 

la cual no siguen una distribución simétrica en torno al valor de NDVI, del mismo modo se 

muestra en el pixel 5 (Rumiaco) con respecto al pixel 6 (Rumiaco) con un valor de 0.014; pixel 

5 (Rumiaco) con respecto al pixel 10 (Rumiaco) con un valor de 0.657; pixel 5 (Rumiaco) con 
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respecto al pixel 11 (Sauce) con un valor de 0.657; pixel 5 (Rumiaco) con respecto al pixel 11 

(Sauce) con un valor de 0.210; pixel 6 (Rumiaco) con respecto al pixel 10 (Sauce) con un valor  

de 0.006; pixel 7 (Rumiaco) con respecto al pixel 11 (Sauce) con un valor de 0.013; pixel 10 

(Sauce) con respecto al pixel 11 (Sauce) con un valor de 0.151. 

Tabla 10 

Prueba T- pareada de los valores históricos para NDVI en 12 puntos de georreferencias 

con cultivo de café, donde se ve las diferencias de la media entre las tres zonas café. 

Paired Samples T-Test  

Measure 1   Measure 2 Test Statistic z df p 

P1 NDVI_Huambo  -  P2 NDVI_Huambo  Student  -2.374    454  0.018  

      Wilcoxon  44586.000  -2.523    0.012  

P1 NDVI_Huambo  -  P3 NDVI_Huambo  Student  -18.295    435  < .001  

      Wilcoxon  10203.000  -14.218    < .001  

P1 NDVI_Huambo  -  P4 NDVI_Huambo  Student  -17.309    316  < .001  

      Wilcoxon  4127.000  -12.904    < .001  

P1 NDVI_Huambo  -  P5 NDVI_Rumiaco  Student  -30.546    320  < .001  

      Wilcoxon  1252.000  -14.776    < .001  

P1 NDVI_Huambo  -  P6 NDVI_Rumiaco  Student  -33.092    264  < .001  

      Wilcoxon  676.000  -13.570    < .001  

P1 NDVI_Huambo  -  P7 NDVI_Rumiaco  Student  -25.453    196  < .001  

      Wilcoxon  393.000  -11.680    < .001  

P1 NDVI_Huambo  -  P8 NDVI_Rumiaco  Student  -27.340    139  < .001  

      Wilcoxon  90.000  -10.078    < .001  

P1 NDVI_Huambo  -  P9 NDVI_Sauce  Student  -24.512    458  < .001  

      Wilcoxon  6391.000  -16.289    < .001  

P1 NDVI_Huambo  -  P10 NDVI_Sauce  Student  -42.783    377  < .001  

      Wilcoxon  419.000  -16.651    < .001  

P1 NDVI_Huambo  -  P11 NDVI_Sauce  Student  -38.973    316  < .001  

      Wilcoxon  396.000  -15.189    < .001  

P1 NDVI_Huambo  -  P12 NDVI_Sauce  Student  -24.984    252  < .001  

      Wilcoxon  712.500  -13.177    < .001  

P2 NDVI_Huambo  -  P3 NDVI_Huambo  Student  -15.821    435  < .001  

      Wilcoxon  12971.000  -13.166    < .001  

P2 NDVI_Huambo  -  P4 NDVI_Huambo  Student  -14.270    316  < .001  

      Wilcoxon  6312.500  -11.566    < .001  

P2 NDVI_Huambo  -  P5 NDVI_Rumiaco  Student  -28.642    320  < .001  

      Wilcoxon  1543.000  -14.601    < .001  

P2 NDVI_Huambo  -  P6 NDVI_Rumiaco  Student  -30.444    264  < .001  

      Wilcoxon  799.000  -13.471    < .001  

P2 NDVI_Huambo  -  P7 NDVI_Rumiaco  Student  -22.047    196  < .001  
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Paired Samples T-Test  

Measure 1   Measure 2 Test Statistic z df p 
      Wilcoxon  510.000  -11.534    < .001  

P2 NDVI_Huambo  -  P8 NDVI_Rumiaco  Student  -26.868    139  < .001  

      Wilcoxon  36.000  -10.190    < .001  

P2 NDVI_Huambo  -  P9 NDVI_Sauce  Student  -20.492    454  < .001  

      Wilcoxon  9121.000  -15.233    < .001  

P2 NDVI_Huambo  -  P10 NDVI_Sauce  Student  -40.636    377  < .001  

      Wilcoxon  477.000  -16.601    < .001  

P2 NDVI_Huambo  -  P11 NDVI_Sauce  Student  -39.266    316  < .001  

      Wilcoxon  351.500  -15.216    < .001  

P2 NDVI_Huambo  -  P12 NDVI_Sauce  Student  -22.666    252  < .001  

      Wilcoxon  901.000  -13.015    < .001  

P3 NDVI_Huambo  -  P4 NDVI_Huambo  Student  2.920    316  0.004  

      Wilcoxon  30582.000  3.295    < .001  

P3 NDVI_Huambo  -  P5 NDVI_Rumiaco  Student  -16.631    320  < .001  

      Wilcoxon  4542.500  -12.798    < .001  

P3 NDVI_Huambo  -  P6 NDVI_Rumiaco  Student  -18.476    264  < .001  

      Wilcoxon  1719.500  -12.734    < .001  

P3 NDVI_Huambo  -  P7 NDVI_Rumiaco  Student  -11.901    196  < .001  

      Wilcoxon  1752.500  -9.936    < .001  

P3 NDVI_Huambo  -  P8 NDVI_Rumiaco  Student  -16.936    139  < .001  

      Wilcoxon  332.000  -9.575    < .001  

P3 NDVI_Huambo  -  P9 NDVI_Sauce  Student  -7.980    435  < .001  

      Wilcoxon  24007.000  -8.922    < .001  

P3 NDVI_Huambo  -  P10 NDVI_Sauce  Student  -24.078    377  < .001  

      Wilcoxon  3530.500  -15.188    < .001  

P3 NDVI_Huambo  -  P11 NDVI_Sauce  Student  -21.362    316  < .001  

      Wilcoxon  2531.000  -13.882    < .001  

P3 NDVI_Huambo  -  P12 NDVI_Sauce  Student  -10.362    252  < .001  

      Wilcoxon  5593.500  -8.988    < .001  

P4 NDVI_Huambo  -  P5 NDVI_Rumiaco  Student  -20.644    316  < .001  

      Wilcoxon  3150.000  -13.502    < .001  

P4 NDVI_Huambo  -  P6 NDVI_Rumiaco  Student  -22.223    264  < .001  

      Wilcoxon  1421.000  -12.973    < .001  

P4 NDVI_Huambo  -  P7 NDVI_Rumiaco  Student  -14.570    196  < .001  

      Wilcoxon  1162.000  -10.720    < .001  

P4 NDVI_Huambo  -  P8 NDVI_Rumiaco  Student  -20.659    139  < .001  

      Wilcoxon  223.000  -9.801    < .001  

P4 NDVI_Huambo  -  P9 NDVI_Sauce  Student  -9.508    316  < .001  

      Wilcoxon  9727.500  -9.475    < .001  

P4 NDVI_Huambo  -  P10 NDVI_Sauce  Student  -26.644    316  < .001  

      Wilcoxon  1674.500  -14.406    < .001  
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Paired Samples T-Test  

Measure 1   Measure 2 Test Statistic z df p 

P4 NDVI_Huambo  -  P11 NDVI_Sauce  Student  -26.369    316  < .001  

      Wilcoxon  1632.000  -14.432    < .001  

P4 NDVI_Huambo  -  P12 NDVI_Sauce  Student  -13.227    252  < .001  

      Wilcoxon  3833.000  -10.499    < .001  

P5 NDVI_Rumiaco  -  P6 NDVI_Rumiaco  Student  -0.751    264  0.453  

      Wilcoxon  15525.000  -1.582    0.114  

P5 NDVI_Rumiaco  -  P7 NDVI_Rumiaco  Student  4.544    196  < .001  

      Wilcoxon  13780.000  5.028    < .001  

P5 NDVI_Rumiaco  -  P8 NDVI_Rumiaco  Student  -4.050    139  < .001  

      Wilcoxon  2676.500  -4.698    < .001  

P5 NDVI_Rumiaco  -  P9 NDVI_Sauce  Student  10.250    320  < .001  

      Wilcoxon  42495.500  10.008    < .001  

P5 NDVI_Rumiaco  -  P10 NDVI_Sauce  Student  -0.648    320  0.518  

      Wilcoxon  25101.000  -0.444    0.657  

P5 NDVI_Rumiaco  -  P11 NDVI_Sauce  Student  -0.086    316  0.932  

      Wilcoxon  27080.000  1.253    0.210  

P5 NDVI_Rumiaco  -  P12 NDVI_Sauce  Student  8.916    252  < .001  

      Wilcoxon  25940.500  8.475    < .001  

P6 NDVI_Rumiaco  -  P7 NDVI_Rumiaco  Student  5.909    196  < .001  

      Wilcoxon  14459.000  5.875    < .001  

P6 NDVI_Rumiaco  -  P8 NDVI_Rumiaco  Student  -2.484    139  0.014  

      Wilcoxon  3302.500  -3.396    < .001  

P6 NDVI_Rumiaco  -  P9 NDVI_Sauce  Student  12.427    264  < .001  

      Wilcoxon  31565.500  11.165    < .001  

P6 NDVI_Rumiaco  -  P10 NDVI_Sauce  Student  1.738    264  0.083  

      Wilcoxon  21049.500  2.744    0.006  

P6 NDVI_Rumiaco  -  P11 NDVI_Sauce  Student  2.459    264  0.015  

      Wilcoxon  22486.000  4.023    < .001  

P6 NDVI_Rumiaco  -  P12 NDVI_Sauce  Student  9.229    252  < .001  

      Wilcoxon  26900.000  9.299    < .001  

P7 NDVI_Rumiaco  -  P8 NDVI_Rumiaco  Student  -7.560    139  < .001  

      Wilcoxon  1563.000  -7.014    < .001  

P7 NDVI_Rumiaco  -  P9 NDVI_Sauce  Student  7.321    196  < .001  

      Wilcoxon  15472.500  7.140    < .001  

P7 NDVI_Rumiaco  -  P10 NDVI_Sauce  Student  -3.150    196  0.002  

      Wilcoxon  6516.500  -3.945    < .001  

P7 NDVI_Rumiaco  -  P11 NDVI_Sauce  Student  -2.483    196  0.014  

      Wilcoxon  7673.500  -2.489    0.013  

P7 NDVI_Rumiaco  -  P12 NDVI_Sauce  Student  5.671    196  < .001  

      Wilcoxon  14655.500  6.121    < .001  

P8 NDVI_Rumiaco  -  P9 NDVI_Sauce  Student  12.554    139  < .001  

      Wilcoxon  9271.000  9.019    < .001  

P8 NDVI_Rumiaco  -  P10 NDVI_Sauce  Student  3.951    139  < .001  
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Paired Samples T-Test  

Measure 1   Measure 2 Test Statistic z df p 
      Wilcoxon  7112.000  4.528    < .001  

P8 NDVI_Rumiaco  -  P11 NDVI_Sauce  Student  6.958    139  < .001  

      Wilcoxon  8152.000  6.692    < .001  

P8 NDVI_Rumiaco  -  P12 NDVI_Sauce  Student  12.773    139  < .001  

      Wilcoxon  9145.000  8.757    < .001  

P9 NDVI_Sauce  -  P10 NDVI_Sauce  Student  -13.610    377  < .001  

      Wilcoxon  9606.000  -12.330    < .001  

P9 NDVI_Sauce  -  P11 NDVI_Sauce  Student  -13.269    316  < .001  

      Wilcoxon  6661.500  -11.352    < .001  

P9 NDVI_Sauce  -  P12 NDVI_Sauce  Student  -4.644    252  < .001  

      Wilcoxon  10715.500  -4.592    < .001  

P10 NDVI_Sauce  -  P11 NDVI_Sauce  Student  0.611    316  0.542  

      Wilcoxon  27546.500  1.436    0.151  

P10 NDVI_Sauce  -  P12 NDVI_Sauce  Student  8.610    252  < .001  

      Wilcoxon  25497.000  8.095    < .001  

P11 NDVI_Sauce  -  P12 NDVI_Sauce  Student  8.520    252  < .001  

      Wilcoxon  25571.000  8.158    < .001  

 

3.2.Valores para la precipitación, temperatura máxima y mínima, humedad relativa 

y altitud en zonas cafetaleras de la Provincia de Rodríguez de Mendoza. 

En la tabla 11 se muestra las medidas de tendencia históricas y centrales (2000 – 2022) 

para las variables precipitación, humedad relativa, temperatura máxima y mínima. 

Mencionamos para las variables de precipitación, humedad relativa, temperatura máxima 

y mínima el mayor valor de datos históricos se representó en el pixel N°1 con 562 datos 

históricos del 02 de febrero del 2000 al 25 de diciembre del 2022. El menor valor de dato 

histórico se representó en el pixel N°7 con 197 datos históricos del 02 de febrero del 2000 

al 25 de diciembre del 2022. 

Así mismo, para temperatura mínima, el valor mayor de la medida mínima, se presentó 

en el pixel 7,8,11 Y 12 con un valor de 6.37 (30/06/2001), y el valor menor de la medida 

mínima se presentó en el pixel 1,2,3,4,5,6,9,10 y 11 con un valor 6.17 (24/11/2005), en 

tanto para el valor mayor de la medida máxima, se presentó en el pixel 5.6.7.8.9.10.11 y 

12 con un valor de 13.65 (6/10/2022) y el valor menor de la medida máxima se presentó 

en el pixel 1,2,3 y 4 con u valor de 13.49 (14/02/2010). 
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Con respecto a la temperatura máxima, el valor mayor de la medida mínima, se presentó 

en el pixel 4 con un valor de 17.40 y el valor menor de la medida mínima se presentó en 

el pixel 5,6,9,10,11 y 12 con un valor 16.12 (24/10/2011), en tanto para el valor mayor 

de la medida máxima, se presentó en el pixel 1,2,3,5,6,7,8,9,10,11 y 12 con un valor de 

28.72 (4/04/2019) y el valor menor de la medida máxima se presentó en el pixel 4 con un 

valor de 28.49 (18/09/2004). 

En tanto para la precipitación, el valor mayor y menor de la medida mínima, se presentó 

en el pixel 1,2,3,4,5,6,7,8,9,10,11 y 12 con un valor de 0.00, en tanto para el valor mayor 

de la medida máxima, se presentó en el pixel 1,2,3,5,6,9,10,11 y 12 con un valor de 41.70 

y el valor menor de la medida máxima se presentó en el pixel 7 y 8 con un valor de 20,25 

(21/02/2018). 

Finalmente, para humedad relativa, el valor mayor de la medida mínima se presentó en 

el pixel 12 con un valor de 45.12 (22/11/2016) y el valor menor de la medida mínima se 

presentó en el pixel 1,2,3,4,9 y 10 con un valor 33.88 (21/11/2016), en tanto para el valor 

mayor de la medida máxima, se presentó en el pixel 1,2,3,5,6,9,10,11,12 con un valor de 

91.81 (8/12/2022) y el valor menor de la medida máxima se presentó en el pixel 8 con un 

valor de 89.44 (21/06/2018). 
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Tabla 11 

Tendencias de las variables, precipitación, temperatura máxima y mínima, humedad relativa, en 

zonas cafetaleras de la Provincia de Rodríguez de Mendoza en series de tiempo. 

Pixel Resumen 
Temperatura 

Mínima 
Precipitación 

Humedad 

Relativa 

Temperatura 

Máxima 

1 N 562 562 562 562 

1 Media 10.67 0.81 75.17 22.02 

1 D.E 1.47 2.52 7.51 2.05 

1 C.V 13.74 310.51 3.9 9.29 

1 Mínimo 6.17 0.00 33.88 17.33 

1 Máximo 13.49 41.7 91.81 28.72 

1 Mediana 10.94 0.04 75.85 21.81 

1 Suma Cuad. 65239.5 3947.86 3207600 274810.23 

2 N 455 455 455 455 

2 Media 10.71 0.86 75.06 22.09 

2 D.E 1.45 2.74 7.6 2.08 

2 C.V 13.52 319.73 10.13 9.41 

2 Mínimo 6.17 0.00 33.88 17.33 

2 Máximo 13.49 41.7 91.81 28.72 

2 Mediana 10.89 0.04 75.81 21.97 

2 Suma Cuad. 53120.84 3749.15 2589556 223960.13 

3 N 436 436 436 436 

3 Media 10.69 0.84 74.97 22.1 

3 D.E 1.45 2.078 7.63 0.08 

3 C.V 13.52 332.27 10.18 9.41 

3 Mínimo 6.17 0 33.88 17.33 

3 Máximo 13.49 41.7 91.81 28.72 

3 Mediana 10.98 0.04 75.69 21.96 

3 Suma Cuad. 50743.99 3663.9 2475633 214778.94 

4 N 317 317 317 317 

4 Media 10.6 0.73 74.78 22.06 

4 D.E 1.43 2.09 7.81 2.08 

4 C.V 13.49 285 10.45 9.44 

4 Mínimo 6.17 0 33.88 17.4 

4 Máximo 13.49 20.25 91.12 28.49 

4 Mediana 10.86 0.04 75.81 21.88 

4 Suma Cuad. 36291.18 1554.29 1791757 155601.54 

5 N 321 321 321 321 

5 Media 10.62 0.86 75 21.92 

5 D.E 1.48 2.86 7.73 2.15 

5 C.V 13.94 331.09 10.31 9.82 

5 Mínimo 6.17 0 34.75 16.12 

5 Máximo 13.65 41.7 91.81 28.72 

5 Mediana 10.88 0.03 75.94 21.69 

5 Suma Cuad. 36924.38 2863.26 1824519 155667.13 
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6 N 265 265 265 265 

6 Media 10.57 0.92 74.49 22.02 

6 D.E 1.51 3.1 7.8 2.13 

6 C.V 14.3 336.14 10.48 9.68 

6 Mínimo 6.17 0 34.75 16.12 

6 Máximo 13.65 41.7 91.81 28.72 

6 Mediana 10.87 0.02 75.62 21.81 

6 Suma Cuad. 30229 2769.45 1486493 129661.57 

7 N 197 197 197 197 

7 Media 10.56 0.75 74.29 22.08 

7 D.E 1.49 1.89 7.56 2.15 

7 C.V 14.07 251.56 10.18 9.73 

7 Mínimo 6.37 0 43.06 16.77 

7 Máximo 13.65 12.42 90.94 28.72 

7 Mediana 10.82 0.01 75.38 21.81 

7 Suma Cuad. 22404.78 810.16 1098349 96906.16 

8 N 140 140 140 140 

8 Media 10.43 0.67 73.64 22.16 

8 D.E 1.53 1.9 7.61 2.13 

8 C.V 14.65 283.87 10.33 9.63 

8 Mínimo 6.37 0 43.06 17.02 

8 Máximo 13.65 12.42 89.44 28.72 

8 Mediana 10.39 0.01 74.81 21.8 

8 Suma Cuad. 15548.72 564.11 767285.3 69360.24 

9 N 459 459 459 459 

9 Media 10.65 0.8 75.13 21.99 

9 D.E 1.46 2.67 7.46 2.08 

9 C.V 13.67 331.4 9.92 9.47 

9 Mínimo 6.17 0 33.88 16.12 

9 Máximo 13.65 41.7 91.81 28.72 

9 Mediana 10.94 0.03 75.81 21.8 

9 Suma Cuad. 53043.17 3553.84 2616608 223881.29 

10 N 378 378 378 378 

10 Media 10.65 0.77 74.93 22.04 

10 D.E 1.45 2.78 7.66 2.12 

10 C.V 13.59 361.23 10.22 9.6 

10 Mínimo 6.17 0 33.88 16.12 

10 Máximo 13.65 41.7 91.81 28.72 

10 Mediana 10.92 0.03 75.81 21.83 

10 Suma Cuad. 43688.66 3139.46 2144594 185330.92 

11 N 317 317 317 317 

11 Media 10.58 0.8 75.06 21.99 

11 D.E 1.47 2.99 7.17 2.11 

11 C.V 13.91 371.9 9.55 9.59 

11 Mínimo 6.37 0 43.06 16.12 

11 Máximo 13.65 41.7 91.81 28.72 
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11 Mediana 10.82 0.03 75.81 21.73 

11 Suma Cuad. 36168.98 3026.33 1802337 154689.45 

12 N 253 253 253 253 

12 Media 10.62 0.82 74.92 22.08 

12 D.E 1.47 3.09 7.13 2.12 

12 C.V 13.85 374.81 9.51 9.61 

12 Mínimo 6.37 0 45.12 16.12 

12 Máximo 13.65 41.7 91.81 28.72 

12 Mediana 10.83 0.03 75.69 21.88 

12 Suma Cuad. 29059.21 2569.99 1432929 124472.26 
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Figura  6  

Representación gráfica del Análisis descriptivo de variables precipitación, temperatura máxima y mínima, humedad relativa, en 

zonas cafetaleras de la Provincia de Rodríguez de Mendoza en series de tiempo 
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3.3. Modelo Lineal Según Lugares. 

1.1.1. Modelo 1 Para Sauce. 

Realizamos la primera prueba de construcción de un modelo aditivo lineal para la zona de 

Sauce. Se utilizó las variables de NDVI, temperatura máxima y mínima, precipitación, 

humedad relativa y altitud (2000 – 2022). 

El Residual mínimo fue de -0.65924, el residual mediano es de 0.01344 y el residual máximo 

es de 0.19353 como se muestra: 

Residual: 

       Min              1Q            Median          3Q            Max 

   -0.65924         -0.05052        0.01344     0.06767     0.19353  

Coeficientes para modelo 1 

La tabla 12 nos muestra que, para la construcción del modelo 1, el error estándar residual es 

de: 0,09529, con 1385 grados de libertad R. Asi mismo, el cuadrado múltiple es: 0,07039 

quién es una variable de respuesta. Seguidamente, se muestran valores de R cuadrado 

ajustado con: 0,06703 quien nos ayuda a comparar el ajuste de diferentes modelos de 

regresión, el estadístico F: 20,97 en 5 y 1385 DF indicador que existe relación entre nuestro 

predictor y variable respuesta, p value < 2.2e-16 quien prueba si este modelo de regresión es 

útil.  

En la tabla 12 observamos los coeficientes para la variable predictora y las variables 

respuestas. En ese sentido, el intercepto (Variable predictora) muestra un valor de índice 

NDVI estimado de 1.4931640, y una desviación estándar 0.182710. De esta manera, el valor 

t muestra que, el grupo de datos para NDVI en Sauce, está a 8.165 errores estándar de cero 

lo que estadísticamente está bastante lejos. Luego, en el modelo 1 estudiado se observa que, 

el valor p (Pr(>|t|)) para el intercepto, es altamente significativo 7.15e-16 ***. 

Respecto a la temperatura máxima (variable respuesta), se obtuvo un valor estimado de 

0.0144965, cuando el valor predictor (NDVI) fue de 1.493140, y una desviación estándar de 
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0.002427. De esta manera, el valor t muestra que, el grupo de datos para temperatura máxima 

en Sauce, está a 5.979 errores estándar de cero lo que estadísticamente está bastante lejos. 

Luego, en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es 

altamente significativo 2.86e-09 ***. 

De igual forma, para la temperatura mínima (variable respuesta), se obtuvo un valor estimado 

de -0.0101353, cuando el valor predictor (NDVI) fue de 1.493140, y una desviación estándar 

de 0.0024050. De esta manera, el valor t muestra que, el grupo de datos para temperatura 

mínima en Sauce, está a -4.214 errores estándar de cero lo que estadísticamente está bastante 

lejos. Luego, en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, 

es altamente significativo 2.67e-05 ***. 

Por otra parte, para la precipitación (variable respuesta), se obtuvo un valor estimado de -

0.0019984, cuando el valor predictor (NDVI) fue de 1.493140, y una desviación estándar de 

0.0020657. De esta manera, el valor t muestra que, el grupo de datos para precipitación en 

Sauce, está a -0.967 errores estándar de cero lo que estadísticamente está muy bajo. Luego, 

en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es no 

significativo 0.333. Rechazando la hipótesis nula. 

Además, para la humedad relativa (variable respuesta), se obtuvo un valor estimado de 

0.0044532, cuando el valor predictor (NDVI) fue de 1.493140, y una desviación estándar de 

0.0007004. De esta manera, el valor t muestra que, el grupo de datos para humedad relativa 

en Sauce, está a 6.358 errores estándar de cero lo que estadísticamente está bastante lejos. 

Luego, en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es 

altamente significativo 2.77e-10 ***. 

Finalmente, para la altitud (variable respuesta), se obtuvo un valor estimado de -0.0008630, 

cuando el valor predictor (NDVI) fue de 1.493140, y una desviación estándar de 0.0001071. 

De esta manera, el valor t muestra que, el grupo de datos para Altitud en Sauce, está -8.055 

errores estándar de cero lo que estadísticamente está bastante lejos. Luego, en el modelo 1 

estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es altamente significativo 

1.69e-15 ***.  
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El resultado de este modelo de regresión se muestra a continuación: 

Tabla 12  

Tabla de Coeficiente Modelo 1 Sauce 

                             Estimate         Std. Error   t   value     Pr(>|t|)     

(Intercept)            1.4931640      0.1828710     8.165      7.15e-16 *** 

Sauce$TMAX      0.0144965      0.0024247     5.979      2.86e-09 *** 

Sauce$TMIN       -0.0101353     0.0024050     -4.214     2.67e-05 *** 

Sauce$PP             -0.0019984     0.0020657      -0.967    0.333     

Sauce$H                0.0044532     0.0007004       6.358     2.77e-10 *** 

Sauce$ALT           -0.0008630    0.0001071      -8.055    1.69e-15 *** 

Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 

Error estándar residual: 0,09529 en 1385 grados de libertad, R-cuadrado múltiple:  0,07039, 

R-cuadrado ajustado:  0.06703, Estadística F: 20,97 en 5 y 1385 DF, valor p < 2.2e-16. 

Modelo 2 Sauce 

Realizamos la segunda prueba de construcción de un modelo aditivo lineal para la zona de 

Sauce. Se utilizó las variables de NDVI, temperatura máxima y mínima, humedad relativa y 

altitud (2000 – 2022). 

El Residual mínimo fue de -0.66436, el residual mediano es de 0.01344 y el residual máximo 

es de 0.19120 como se muestra: 

Residual: 

          Min           1Q            Median      3Q             Max  

      -0.66436     -0.05105    0.01330     0.06690     0.19120  

La tabla 13 nos muestra que, para la construcción del modelo 2, el error estándar residual es 

de: 0.09528, con 1386 grados de libertad R. Asi mismo, el cuadrado múltiple es: 0.06976 

quién es una variable de respuesta. Seguidamente, se muestran valores de R cuadrado 
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ajustado con: 0.06708 quien nos ayuda a comparar el ajuste de diferentes modelos de 

regresión, el estadístico F: 25.99 en 4 y 1386 DF, indicador que existe relación entre nuestro 

predictor y variable respuesta, p-value: < 2.2e-16 quien prueba si este modelo de regresión 

es útil.  

Asi mismo, en la tabla 13 observamos los coeficientes para la variable predictora y las 

variables respuestas para el modelo 2. En ese sentido, el intercepto (Variable predictora) 

muestra un valor de índice NDVI estimado de 1.5037778, y una desviación estándar de 

0.1825374. De esta manera, el valor t muestra que, el grupo de datos para NDVI en Sauce 

(Modelo 2), está a 8.238 errores estándar de cero lo que estadísticamente está bastante lejos. 

Luego, en el modelo 2 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es 

altamente significativo 4.00e-16 ***. 

Respecto a la temperatura máxima para el modelo 2 (variable respuesta), se obtuvo un valor 

estimado de 0.0144962, cuando el valor predictor (NDVI) fue de 1.5037778, y una 

desviación estándar de 0.0024247. De esta manera, el valor t muestra que, el grupo de datos 

para temperatura máxima en Sauce (Modelo 2), está 5.979 errores estándar de cero lo que 

estadísticamente está bastante lejos. Luego, en el modelo 2 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 2.86e-09 ***. 

De igual forma, para la temperatura mínima para el modelo 2 (variable respuesta), se obtuvo 

un valor estimado de -0.0103273, cuando el valor predictor (NDVI) fue de 1.5037778, y una 

desviación estándar de 0.0023967. De esta manera, el valor t muestra que, el grupo de datos 

para temperatura mínima en Sauce (Modelo 2), está -4.309 errores estándar de cero lo que 

estadísticamente está bastante lejos. Luego, en el modelo 2 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 1.76e-05 ***. 

Al mismo tiempo, para la humedad relativa para el modelo 2 (variable respuesta), se obtuvo 

un valor estimado de 0.0043354, cuando el valor predictor (NDVI) fue de 1.5037778, y una 

desviación estándar de 0.0006897. De esta manera, el valor t muestra que, el grupo de datos 

para humedad relativa en Sauce (Modelo 2), está 6.286 errores estándar de cero lo que 



58 

estadísticamente está bastante lejos. Luego, en el modelo 2 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 4.36e-10 ***. 

Seguidamente, para la altitud en el modelo 2 (variable respuesta), se obtuvo un valor 

estimado de -0.0008636, cuando el valor predictor (NDVI) fue de 1.5037778, y una 

desviación estándar de 0.0001071. De esta manera, el valor t muestra que, el grupo de datos 

para altitud en Sauce (Modelo 2), está -8.061 errores estándar de cero lo que estadísticamente 

está bastante lejos. Luego, en el modelo 2 estudiado se observa que, el valor p (Pr(>|t|)) para 

el intercepto, es altamente significativo 1.62e-15 ***. 

Tabla 13 

Tabla de Coeficiente Modelo 2 Sauce 

                               Estimate        Std. Error     t value     Pr(>|t|)     

(Intercept)              1.5037778     0.1825374     8.238    4.00e-16 *** 

Sauce$TMAX       0.0144962      0.0024247     5.979    2.86e-09 *** 

Sauce$TMIN        -0.0103273     0.0023967     -4.309   1.76e-05 *** 

Sauce$H                0.0043354      0.0006897     6.286    4.36e-10 *** 

Sauce$ALT           -0.0008636    0.0001071     -8.061   1.62e-15 *** 

Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 

Error estándar residual: 0,09528 en 1386 grados de libertad, R-cuadrado múltiple:  0,06976, 

R-cuadrado ajustado:  0,06708, F-estadístico: 25,99 en 4 y 1386 DF, p-valor: < 2.2e-16 

Luego se hace la interacción con el AIC, siendo la prueba de la hipótesis, para selección de 

modelo.  

AICE (Modelo 1, Modelo 2) 

> AIC(m1) 

[1] -2584.681 

> AIC(m2) 

[1] -2585.742 
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Finalmente, En función del P value escogemos el modelo 2, porque todas las variables tienen 

significancia, se muestra el mejor modelo es el modelo 2, para estimar el NDVI, con la 

fórmula siguiente.  

Formula: 1.5037778 NDVI = 0.0144962TMAX + (-0.0103273TMIN) + 0.0043354H + ( -

0.0008636ALT) 

1.2. Modelo Para Rumiaco 

 

1.2.1. Modelo 1 Rumiaco 

Realizamos la primera prueba de construcción de un modelo aditivo lineal para la zona de 

Rumiaco. Se utilizó las variables de NDVI, temperatura máxima y mínima, precipitación, 

humedad relativa y altitud (2000 – 2022). 

El Residual mínimo fue de -0.64550, el residual mediano es de 0.01732 y el residual Maximo 

es de 0.19785 como se muestra: 

Residual: 

     Min              1Q      Median       3Q            Max  

-0.64550    -0.04387     0.01782     0.06763   0.19785 

La tabla 14 nos muestra que, para la construcción del modelo 1, el error estándar residual es 

de: 0,1048, con 915 grados de libertad R. Asi mismo, el cuadrado múltiple es: 0,03352 quién 

es una variable de respuesta. Seguidamente, se muestran valores de R cuadrado ajustado con: 

0,02824 quien nos ayuda a comparar el ajuste de diferentes modelos de regresión, el 

estadístico F: 6,347 en 5 y 915 DF indicador que existe relación entre nuestro predictor y 

variable respuesta, p-value: 8,371e-06 quien prueba si este modelo de regresión es útil.  

Así mismo, para en la tabla 14 observamos los coeficientes para la variable predictora y las 

variables respuestas para el modelo 1. En ese sentido, el intercepto (Variable predictora) 

muestra un valor de índice NDVI estimado de 0.7900489, y una desviación estándar de 

0.3015773. De esta manera, el valor t muestra que, el grupo de datos para NDVI en Rumiaco 

(Modelo 1), está a 2.620 errores estándar de cero lo que estadísticamente está bastante lejos. 
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Luego, en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es 

altamente significativo 0.00895 **. 

Respecto a la temperatura máxima para el modelo 1 (variable respuesta), se obtuvo un valor 

estimado de 0.0156008, cuando el valor predictor (NDVI) fue de 0.7900489, y una 

desviación estándar de 0.0033193. De esta manera, el valor t muestra que, el grupo de datos 

para temperatura máxima en Rumiaco (Modelo 1), está 4.700 errores estándar de cero lo que 

estadísticamente está bastante lejos. Luego, en el modelo 1 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 3.00e-06 ***. 

De igual forma, para la temperatura mínima para el modelo 1 (variable respuesta), se obtuvo 

un valor estimado de -0.0145482, cuando el valor predictor (NDVI) fue de 0.7900489, y una 

desviación estándar de 0.0032022. De esta manera, el valor t muestra que, el grupo de datos 

para temperatura mínima en Rumiaco (Modelo 1), está -4.543 errores estándar de cero lo que 

estadísticamente está bastante lejos. Luego, en el modelo 1 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 6.28e-06 ***. 

Por otro lado, para a la precipitación modelo 1 (variable respuesta), se obtuvo un valor 

estimado de -0.0012720, cuando el valor predictor (NDVI) fue de 0.7900489, y una 

desviación estándar de 0.0014086. De esta manera, el valor t muestra que, el grupo de datos 

para precipitación en Rumiaco (Modelo 1), está a -0.903 errores estándar de cero lo que 

estadísticamente está muy bajo. Luego, en el modelo 1 estudiado se observa que, el valor p 

(Pr(>|t|)) para el intercepto, es no significativo 0.36675. Rechazando la hipótesis nula. 

Además, para la humedad relativa para el modelo 1 (variable respuesta), se obtuvo un valor 

estimado de 0.0037097, cuando el valor predictor (NDVI) fue de 0.7900489, y una 

desviación estándar de 0.0009462. De esta manera, el valor t muestra que, el grupo de datos 

para humedad relativa en Rumiaco (Modelo 1), está 3.921 errores estándar de cero lo que 

estadísticamente está bastante lejos. Luego, en el modelo 1 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 9.50e-05 ***. 

Seguidamente, para la variable altitud modelo 1 (variable respuesta), se obtuvo un valor 

estimado de -0.0003034, cuando el valor predictor (NDVI) fue de 0.7900489, y una 
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desviación estándar de 0.0001702. De esta manera, el valor t muestra que, el grupo de datos 

para altitud en Rumiaco, está a -1.782 errores estándar de cero lo que estadísticamente está 

bastante lejos. Luego, en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para el 

intercepto, es altanamente significativo 0.07506. 

Tabla 14 

Tabla de Coeficiente Modelo 1 Rumiaco 

                                 Estimate        Std. Error       t value    Pr(>|t|)     

(Intercept)               0.7900489       0.3015773     2.620     0.00895 **  

Rumiacu$TMAX    0.0156008      0.0033193      4.700     3.00e-06 *** 

Rumiacu$TMIN     -0.0145482     0.0032022      -4.543    6.28e-06 *** 

Rumiacu$PP           -0.0012720     0.0014086      -0.903    0.36675     

Rumiacu$H             0.0037097     0.0009462        3.921    9.50e-05 *** 

Rumiacu$ALT       -0.0003034     0.0001702       -1.782   0.07506.   

Signif. codes:         0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 

Error estándar residual: 0,1048 en 915 grados de libertad R-cuadrado múltiple:  0,03352, R-

cuadrado ajustado:  0,02824 Estadístico F: 6,347 en 5 y 915 DF, valor p: 8,371e-06 

Se puede constatar que el P value es de 0.36675 del coeficiente de precipitación, en la cual 

quiere decir que no aporta nada al modelo.  

Modelo 2 Rumiaco 

Realizamos la segunda prueba de construcción de un modelo aditivo lineal para la zona de 

Rumiaco. Se utilizó las variables de NDVI, Temperatura máxima y mínima, humedad 

relativa y altitud (2000 – 2022). 
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El Residual mínimo fue de -0.64362, el residual mediano es de 0.01782 y el residual Maximo 

es de 0.19650 como se muestra: 

Residuals: 

     Min              1Q      Median       3Q            Max  

-0.64362    -0.04394     0.01782     0.06777   0.19650  

La tabla 15 nos muestra que, para la construcción del modelo 2, el error estándar residual es 

de: 0,1048, con 916 grados de libertad R. Asi mismo, el cuadrado múltiple es: 0,03266 quién 

es una variable de respuesta. Seguidamente, se muestran valores de R cuadrado ajustado con: 

0,02843 quien nos ayuda a comparar el ajuste de diferentes modelos de regresión, el 

estadístico F: 7,731 en 4 y 916 DF indicador que existe relación entre nuestro predictor y 

variable respuesta, p-value: 3,968e-06 quien prueba si este modelo de regresión es útil.  

Asi mismo, para la tabla 15 observamos los coeficientes para la variable predictora y las 

variables respuestas para el modelo 2. En ese sentido, el intercepto (Variable predictora) 

muestra un valor de índice NDVI estimado de 0.8086210, y una desviación estándar de 

0.3008449. De esta manera, el valor t muestra que, el grupo de datos para NDVI en Rumiaco 

(Modelo 2), está a 2.688 errores estándar de cero lo que estadísticamente está bastante lejos. 

Luego, en el modelo 2 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es 

altamente significativo 0.007322 **. 

Respecto a la temperatura máxima para el modelo 2 (variable respuesta), se obtuvo un valor 

estimado de 0.0156103, cuando el valor predictor (NDVI) fue de 0.8086210, y una 

desviación estándar de 0.0033189. De esta manera, el valor t muestra que, el grupo de datos 

para temperatura máxima en Rumiaco (Modelo 2), está 4.703 errores estándar de cero lo que 

estadísticamente está bastante lejos. Luego, en el modelo 2 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 2.95e-06 ***. 

De igual forma, para la temperatura mínima para el modelo 2 (variable respuesta), se obtuvo 

un valor estimado de -0.0147143, cuando el valor predictor (NDVI) fue de 0.8086210, y una 

desviación estándar de 0.0031966. De esta manera, el valor t muestra que, el grupo de datos 

para temperatura mínima en Rumiaco (Modelo 2), está -4.603 errores estándar de cero lo que 
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estadísticamente está bastante lejos. Luego, en el modelo 2 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 4.75e-06 ***. 

Seguidamente, para la humedad relativa para el modelo 2 (variable respuesta), se obtuvo un 

valor estimado de 0.0035918, cuando el valor predictor (NDVI) fue de 0.8086210, y una 

desviación estándar de 0.0009371. De esta manera, el valor t muestra que, el grupo de datos 

para humedad relativa en Rumiaco (Modelo 2), está 3.833 errores estándar de cero lo que 

estadísticamente está bastante lejos. Luego, en el modelo 2 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 0.000135 ***. 

Por otro lado, para la altitud modelo 2 (variable respuesta), se obtuvo un valor estimado de -

0.0003090, cuando el valor predictor (NDVI) fue de 0.8086210, y una desviación estándar 

de 0.0001701. De esta manera, el valor t muestra que, el grupo de datos para altitud en 

Rumiaco (Modelo 2), está a -1.817 errores estándar de cero lo que estadísticamente está muy 

bajo. Luego, en el modelo 2 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, 

es no significativo 0.069550. Rechazando la hipótesis nula. 

Tabla 15 

Tabla de Coeficiente Modelo 2 Rumiaco 

                                   Estimate        Std. Error   t    value     Pr(>|t|)     

(Intercept)                0.8086210       0.3008449      2.688     0.007322 **  

Rumiacu$TMAX     0.0156103      0.0033189       4.703     2.95e-06 *** 

Rumiacu$TMIN      -0.0147143     0.0031966       -4.603    4.75e-06 *** 

Rumiacu$H              0.0035918      0.0009371        3.833    0.000135 *** 

Rumiacu$ALT        -0.0003090      0.0001701       -1.817    0.069550.   

Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 

Error estándar residual: 0,1048 en 916 grados de libertad R-cuadrado múltiple:  0,03266, R-

cuadrado ajustado:  0,02843 Estadístico F: 7,731 en 4 y 916 DF, valor p: 3.968e-06. 
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Se puede constatar que el P value es de 0.069550 del coeficiente de altitud, en la cual quiere 

decir que no aporta nada al modelo.  

Modelo 3 Rumiaco 

Realizamos la tercera prueba de construcción de un modelo aditivo lineal para la zona de 

Rumiaco. Se utilizó las variables de NDVI, Temperatura máxima y mínima y humedad 

relativa (2000 – 2022). 

El Residual mínimo fue de -0.64132, el residual mediano es de 0.01791 y el residual máximo 

es de 0.19834 como se muestra: 

Residuals: 

     Min          1Q             Median        3Q             Max  

-0.64132       -0.04533    0.01791       0.06887     0.19834  

La tabla 16, nos muestra que, para la construcción del modelo 3, el error estándar residual es 

de: 0,105, con 917 grados de libertad R. Asi mismo, el cuadrado múltiple es: 0,02917 quién 

es una variable de respuesta. Seguidamente, se muestran valores de R cuadrado ajustado con: 

0,026 quien nos ayuda a comparar el ajuste de diferentes modelos de regresión, el estadístico 

F: 9,185 en 3 y 917 DF indicador que existe relación entre nuestro predictor y variable 

respuesta, p-value: 5,441e-06 quien prueba si este modelo de regresión es útil.  

Así mismo, para la table 16 observamos los coeficientes para la variable predictora y las 

variables respuestas para el modelo 3. En ese sentido, el intercepto (Variable predictora) 

muestra un valor de índice NDVI estimado de 0.3052925, y una desviación estándar de 

0.1174894. De esta manera, el valor t muestra que, el grupo de datos para NDVI en Rumiaco 

(Modelo 3), está a 2.598 errores estándar de cero lo que estadísticamente está bastante lejos. 

Luego, en el modelo 3 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es 

altamente significativo 0.009514 **. 

Respecto a la temperatura máxima para el modelo 3 (variable respuesta), se obtuvo un valor 

estimado de 0.0156559, cuando el valor predictor (NDVI) fue de 0.3052925, y una 

desviación estándar de 0.0033230. De esta manera, el valor t muestra que, el grupo de datos 

para temperatura máxima en Rumiaco (Modelo 3), está 4.711 errores estándar de cero lo que 
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estadísticamente está bastante lejos. Luego, en el modelo 3 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 2.84e-06 ***. 

Seguidamente, para la temperatura mínima para el modelo 3 (variable respuesta), se obtuvo 

un valor estimado de 0.0156559, cuando el valor predictor (NDVI) fue de 0.3052925, y una 

desviación estándar de 0.0031999. De esta manera, el valor t muestra que, el grupo de datos 

para temperatura mínima en Rumiaco (Modelo 3), está -4.635 errores estándar de cero lo que 

estadísticamente está bastante lejos. Luego, en el modelo 3 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 4.08e-06 ***. 

De igual forma, para la humedad relativa para el modelo 3 (variable respuesta), se obtuvo un 

valor estimado de 0.0035842, cuando el valor predictor (NDVI) fue de 0.3052925, y una 

desviación estándar de 0.0009383. De esta manera, el valor t muestra que, el grupo de datos 

para humedad relativa en Rumiaco (Modelo 3), está 3.820 errores estándar de cero lo que 

estadísticamente está bastante lejos. Luego, en el modelo 3 estudiado se observa que, el valor 

p (Pr(>|t|)) para el intercepto, es altamente significativo 0.000142 ***. 

Tabla 16.  

Tabla de Coeficiente de Modelo 3 Rumiaco 

                                 Estimate         Std. Error       t  value     Pr(>|t|)     

(Intercept)               0.3052925      0.1174894      2.598    0.009514 **  

Rumiacu$TMAX     0.0156559      0.0033230      4.711    2.84e-06 *** 

Rumiacu$TMIN      -0.0148322     0.0031999      -4.635   4.08e-06 *** 

Rumiacu$H               0.0035842     0.0009383      3.820   0.000142 *** 

Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 

Error estándar residual: 0,105 en 917 grados de libertad R-cuadrado múltiple:  0,02917, R-

cuadrado ajustado:  0,026 Estadístico F: 9,185 en 3 y 917 DF, valor p: 5,441e-06. 
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Luego se hace la interacción con el AIC, siendo la prueba de la hipótesis, para selección de 

modelo.  

AICE (Modelo 1, Modelo 2, Modelo 3). 

> AIC(m1) 

[1] -1532.635 

> AIC(m2) 

[1] -1533.814 

> AIC(m3) 

[1] -1532.501 

Finalmente, En función del P value escogemos el modelo 3, porque todas las variables tienen 

significancia, se muestra el mejor modelo es el modelo 3, para estimar el NDVI, con la 

fórmula siguiente.  

Formula: 0.3052925NDVI = 0.0156559TMAX + -0.0148322TMIN + 0.0035842H 

1.3. Modelo Para Huambo 

 

1.3.1. Modelo 1 Huambo 

Realizamos la primera prueba de construcción de un modelo aditivo lineal para la zona de 

Rumiaco. Se utilizó las variables de NDVI, temperatura máxima y mínima, precipitación, 

humedad relativa y altitud (2000 – 2022). 

El Residual mínimo fue de -0.37411, el residual mediano es de -0.00236 y el residual máximo 

es de -0.00236 como se muestra: 

Residuals: 

     Min            1Q          Median       3Q            Max  

-0.37411     -0.04836   -0.00236      0.04790     0.22699  

La tabla 17, nos muestra que, para la construcción del modelo 1, el error estándar residual es 

de: 0,07596, con 1733 grados de libertad R. Asi mismo, el cuadrado múltiple es: 0,1491 
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quién es una variable de respuesta. Seguidamente, se muestran valores de R cuadrado 

ajustado con: 0,1466 quien nos ayuda a comparar el ajuste de diferentes modelos de 

regresión, el estadístico F: 60,72 en 5 y 1733 DF indicador que existe relación entre nuestro 

predictor y variable respuesta, p-value: < 2.2e-16. quien prueba si este modelo de regresión 

es útil. 

Así mismo para en la table 17 observamos los coeficientes para la variable predictora y las 

variables respuestas para el modelo 1. En ese sentido, el intercepto (Variable predictora) 

muestra un valor de índice NDVI estimado de 1.241, y una desviación estándar de 9.573. De 

esta manera, el valor t muestra que, el grupo de datos para NDVI en Huambo (Modelo 1), 

está a 12.964 errores estándar de cero lo que estadísticamente está bastante lejos. Luego, en 

el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es altamente 

significativo <2e-16*** 

Respecto a la temperatura máxima para el modelo 1 (variable respuesta), se obtuvo un valor 

estimado de 1.041, cuando el valor predictor (NDVI) fue de 1.241, y una desviación estándar 

de 1.711. De esta manera, el valor t muestra que, el grupo de datos para temperatura máxima 

en Huambo (Modelo 1), está 6.089 errores estándar de cero lo que estadísticamente está 

bastante lejos. Luego, en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para el 

intercepto, es altamente significativo 1.4*** 

Seguidamente para la temperatura mínima para el modelo 1 (variable respuesta), se obtuvo 

un valor estimado de -5.705, cuando el valor predictor (NDVI) fue de 1.241, y una desviación 

estándar de 1.653. De esta manera, el valor t muestra que, el grupo de datos para temperatura 

mínima en Huambo (Modelo 1), está -3.452 errores estándar de cero lo que estadísticamente 

está bastante lejos. Luego, en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para 

el intercepto, es altamente significativo 0.00057 ***.  

Por otro lado, en la variable precipitación modelo 1 (variable respuesta), se obtuvo un valor 

estimado de -8.437, cuando el valor predictor (NDVI) fue de 1.241, y una desviación estándar 

de 1.368. De esta manera, el valor t muestra que, el grupo de datos para precipitación en 

Huambo (Modelo 1), está a -0.617 errores estándar de cero lo que estadísticamente está muy 
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bajo. Luego, en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, 

es no significativo 0.53743. Rechazando la hipótesis Nula. 

Sin embargo, para la humedad relativa para el modelo 1 (variable respuesta), se obtuvo un 

valor estimado de 4.066, cuando el valor predictor (NDVI) fue de 1.241, y una desviación 

estándar de 4.806. De esta manera, el valor t muestra que, el grupo de datos para humedad 

relativa en Huambo (Modelo 1), está 8.461 errores estándar de cero lo que estadísticamente 

está bastante lejos. Luego, en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para 

el intercepto, es altamente significativo <2e-16***.  

De igual forma, para la altitud para el modelo 1 (variable respuesta), se obtuvo un valor 

estimado de -6.289, cuando el valor predictor (NDVI) fue de 1.241, y una desviación estándar 

de 4.184. De esta manera, el valor t muestra que, el grupo de datos para altitud en Huambo 

(Modelo 1), está -15.033 errores estándar de cero lo que estadísticamente está bastante lejos. 

Luego, en el modelo 1 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es 

altamente significativo <2e-16***.  

Tabla 17 

Tabla de Coeficiente de Modelo 1 Huambo 

                                 Estimate         Std. Error        t value       Pr(>|t|)     

(Intercept)               1.241e+00       9.573e-02      12.964      < 2e-16 *** 

Huambo$TMAX     1.041e-02        1.711e-03       6.089        1.4e-09 *** 

Huambo$TMIN      -5.705e-03       1.653e-03       -3.452       0.00057 *** 

Huambo$PP            -8.437e-04       1.368e-03       -0.617       0.53743     

Huambo$H              4.066e-03        4.806e-04        8.461       < 2e-16 *** 

Huambo$ALT         -6.289e-04       4.184e-05        -15.033   < 2e-16 *** 

Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 

Error estándar residual: 0,07596 en 1733 grados de libertad R-cuadrado múltiple:  0,1491, 

R-cuadrado ajustado:  0,1466 F-estadística: 60,72 en 5 y 1733 DF, p-valor: < 2.2e-16. 
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Se puede constatar que el P value es de 0.53743 del coeficiente de precipitación, en la cual 

quiere decir que no aporta nada al modelo.  

Modelo 2 Huambo 

Realizamos la segunda prueba de construcción de un modelo aditivo lineal para la zona de 

Huambo. Se utilizó las variables de NDVI, temperatura máxima, mínima, humedad relativa 

y altitud (2000 – 2022). 

El Residual mínimo fue de -0.37368, el residual mediano es de -0.00273 y el residual máximo 

es de 0.22734 como se muestra: 

Residuals: 

         Min             1Q              Median         3Q           Max  

     -0.37368      -0.04874       -0.00273      0.04809    0.22734  

La tabla 18, nos muestra que, para la construcción del modelo 2, el error estándar residual es 

de: 0,07595, con 1734 grados de libertad R. Asi mismo, el cuadrado múltiple es: 0,1489 

quién es una variable de respuesta. Seguidamente, se muestran valores de R cuadrado 

ajustado con: 0,1469 quien nos ayuda a comparar el ajuste de diferentes modelos de 

regresión, el estadístico F: 75,83 en 4 y 1734 DF indicador que existe relación entre nuestro 

predictor y variable respuesta, p-value: < 2.2e-16. quien prueba si este modelo de regresión 

es útil. 

Así mismo, en la tabla 18 observamos los coeficientes para la variable predictora y las 

variables respuestas para el modelo 2. En ese sentido, el intercepto (Variable predictora) 

muestra un valor de índice NDVI estimado de 1.247, y una desviación estándar de 9.527. De 

esta manera, el valor t muestra que, el grupo de datos para NDVI en Huambo (Modelo 2), 

está a 13.084 errores estándar de cero lo que estadísticamente está bastante lejos. Luego, en 

el modelo 2 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es altamente 

significativo <2e-16*** 

Respecto a la temperatura máxima para el modelo 2 (variable respuesta), se obtuvo un valor 

estimado de 1.037, cuando el valor predictor (NDVI) fue de 1.247, y una desviación estándar 
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de 1.709. De esta manera, el valor t muestra que, el grupo de datos para temperatura máxima 

en Huambo (Modelo 2), está 6.069 errores estándar de cero lo que estadísticamente está 

bastante lejos. Luego, en el modelo 2 estudiado se observa que, el valor p (Pr(>|t|)) para el 

intercepto, es altamente significativo 1.57e-09***.  

De igual forma, para temperatura mínima para el modelo 2 (variable respuesta), se obtuvo 

un valor estimado de -5.789, cuando el valor predictor (NDVI) fue de 1.247, y una desviación 

estándar de 1.647. De esta manera, el valor t muestra que, el grupo de datos para temperatura 

mínima en Huambo (Modelo 2), está -3.516 errores estándar de cero lo que estadísticamente 

está bastante lejos. Luego, en el modelo 2 estudiado se observa que, el valor p (Pr(>|t|)) para 

el intercepto, es altamente significativo 0.00045***.  

Seguidamente para la humedad relativa para el modelo 2 (variable respuesta), se obtuvo un 

valor estimado de 4.013, cuando el valor predictor (NDVI) fue de 1.247, y una desviación 

estándar de 4.726. De esta manera, el valor t muestra que, el grupo de datos para humedad 

relativa en Huambo (Modelo 2), está 8.490 errores estándar de cero lo que estadísticamente 

está bastante lejos. Luego, en el modelo 2 estudiado se observa que, el valor p (Pr(>|t|)) para 

el intercepto, es altamente significativo < 2e-16 ***.  

Además, para la altitud para el modelo 2 (variable respuesta), se obtuvo un valor estimado 

de -6.291, cuando el valor predictor (NDVI) fue de 1.247, y una desviación estándar de 

4.183. De esta manera, el valor t muestra que, el grupo de datos para altitud en Huambo 

(Modelo 2), está -15.040 errores estándar de cero lo que estadísticamente está bastante lejos. 

Luego, en el modelo 2 estudiado se observa que, el valor p (Pr(>|t|)) para el intercepto, es 

altamente significativo < 2e-16 ***.  
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Tabla 18 

Tabla de Coeficiente Modelo 2 Huambo 

                                      Estimate           Std. Error         t value      Pr(>|t|)     

(Intercept)                     1.247e+00       9.527e-02         13.084      < 2e-16 *** 

Huambo$TMAX          1.037e-02         1.709e-03         6.069        1.57e-09 *** 

Huambo$TMIN            -5.789e-03       1.647e-03         -3.516       0.00045 *** 

Huambo$H                   4.013e-03         4.726e-04         8.490        < 2e-16 *** 

Huambo$ALT             -6.291e-04         4.183e-05        -15.040     < 2e-16 *** 

Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 

Error estándar residual: 0,07595 en 1734 grados de libertad R-cuadrado múltiple:  0,1489, 

R-cuadrado ajustado:  0,1469 F-estadístico: 75,83 en 4 y 1734 DF, p-valor: < 2.2e-16. 

Luego se hace la interacción con el AIC, siendo la prueba de la hipótesis, para selección de 

modelo.  

AICE (Modelo 1, Modelo 2). 

> AIC(m1) 

[1] -4021.587 

> AIC(m2) 

[1] -4023.205 

Finalmente, En función del P value escogemos el modelo 2, porque todas las variables tienen 

significancia, se muestra el mejor modelo es el modelo 2, para estimar el NDVI, con la 

fórmula siguiente.  

Formula: 1.0137NDVI = 1.037TMAX + -5.789TMIN + 4.013H + -6.291ALT 
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IV. DISCUSIONES 

 

4.1.Tendencias del NDVI en zonas cafetaleras de la Provincia de Rodríguez de 

Mendoza en series de tiempo de 2000 -2022. 

El Índice de Vegetación Normalizado (NDVI) es un producto satelital que cada vez más 

está ganando popularidad en el mundo de la agricultura (Aktas & Üstündağ, 2017). El 

NVI es utilizado en todo tipo estudios en diferentes cadenas productivas (Rodrigo Ortega 

Blu, 2019). Por ejemplo, como es el caso del cultivo de arroz (Huang et al., 2013) , 

cultivo de aguacate, cultivo de uva (Ferrer et al., 2020) cultivo de trigo, girasol, algodón, 

frijol, sandia, esparrago, sandia, cebolla, albahaca (Tenreiro et al., 2021) cultivo de maíz 

(Chiang & Ulloa, 2019) entre otros cultivos, especialmente el cultivo de café (Chemura 

et al., 2017) como en la presente investigación. Cabe mencionar que, el NDVI está 

relacionado con variables meteorológicas como, temperatura máxima y mínima, 

precipitación, humedad relativa y altitud (Chuai et al., 2013; Jiao et al., 2021a; H. Zhang 

et al., 2022) , por lo que, conocer rangos óptimos de estos valores para el cultivo de café 

es prescindible. En ese sentido, la precipitación es uno de los principales factores quienes 

determina el crecimiento de los cafetales, y los altos niveles de lluvia son quienes dan 

un mejor crecimiento a los cultivos y la vegetación (Turvey & McLaurin, 2012). Sin 

embargo, durante los últimos años se ha visto cambios notorios en crecimiento de los 

cultivos de café y cubierta vegetal, por motivos de aumento de variables climáticas 

afectando significadamente, por motivo del cambio climático (Jiao et al., 2021). 

En ese sentido, los rangos del NDVI están representados de – 1 a 1 (H. Zhao et al., 2022). 

Los estudios realizados por Guerron Barahona et al, (2022) en estudios realizados en 

aguacate (Persea americana Mill) obtuvieron valores de NDVI que fueron de -0.65 a 

0.26, registrándose valores muy bajos de NDVI obtenidas en época seca, en tanto valores 

negativos se debieron a parcelas con árboles muertos. Rahman et al., (2016) realizó un 

análisis empírico bajo la curva NDVI y el rendimiento del cultivo, obtuviendo un 

promedio de R2 de 0,86 para el maíz y 0,80 para la soja. Por su parte un estudio enfocado 

en la aplicación de fertilizantes y el rendimiento de cultivo en arroz y trigo Guan et al, 

(2019) obtuvieron valores de NDVI 𝑅2= 0,601 –0,809, siendo eficaces para predecir el 
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rendimiento y la aplicación. En caso para los cereales se puede mencionar el trabajo de 

Belmahi et al, (2023) quien hace una relación de rendimiento del grano y el NDVI, en 

donde muestra una fuerte correlaciones que alcanzan 0,70 a 0,89. Siendo esencial para 

la toma de decisiones en materia de seguridad alimentaria. 

Respecto a valores de NDVI en cultivo de café, Rivera et al, (2021) logra obtener valores 

superiores a 0.8 en cultivo de café variedad castillo, lo que significa que tiene un buen 

estado nutricional de la planta en dos periodos fenológicos. Así mismo Fonseca et al, 

(2019) evaluó NDVI en zonas cafetaleras, logrando obtener en una zona valores mayores 

de 0.75 en cultivo de café; es decir que representa alto vigor vegetativo, ya que se puede 

utilizar para definir nuevas áreas con plantación de café. Se realizaron predicciones de 

valores para determinar el estado fenológico del cultivo de café utilizando NDVI en un 

periodo de tiempo André et al, (2019), en donde determinó que en épocas de cosecha el 

NDVI disminuye, periodo 1 (R2 0.82 – 0.49) periodo 2 (R2 0.87 – 0.45) todo esto basado 

en una regresión polinomial. Se analizó también, valores NDVI en plantas sanas de café 

y plantas infestadas por chinche minadora (Leucoptera coffeella), logrando un resultado 

valores NDVI planta sana (0.70) planta infestada (0.58) plantas infestadas en las minas 

por minador (0.42) concluyendo que ambos tienen un color verde y los valores superan 

los 0.50 (Dos Santos et al., 2020).  

4.2.Valores para la precipitación, temperatura máxima y mínima, humedad 

relativa y altitud en zonas cafetaleras de la Provincia de Rodríguez de 

Mendoza. 

En ese sentido con respecto a las variables climáticas, se mostró relaciones 

estadísticamente significativas entre las variables en las zonas cafetaleras, y se 

caracterizan por tener diferencias entre temperaturas, precipitación, humedad relativa y 

la altitud. La precipitación (mm) es uno de los parámetros meteorológicos del cultivo 

perenne del café, siendo de mayor importancia, que es difícil de predecir, medir y 

verificar (Skok, 2023) ya que está relacionada con la fenología del cultivo de café 

(Gomez et al., 2016), Por tanto,  valores mayor históricos de la medida máxima, se 

presentó en el pixel 1,2,3,5,6,9,10,11 y 12 (41.70) y el valor menor de la medida máxima 

se presentó en el pixel 7 y 8 (0,25) (21/02/2018) registrada en la presente investigación, 



74 

representan un cambio en la distribución de la precipitación en las zonas cafetaleras. Es 

por ello perjudicaría al desarrollo vegetativo, demostrando que es sensible a los cambios 

de clima (Parada Molina et al., 2020). Por otro lado, en sus variaciones temporales de 

humedad relativa, se caracterizó por picos altos, con valores mínimos de 91.81 

(8/12/2022) y máximos de la media de 89.44 el 21/06/2018. Se observo que es una 

correlación significativa de HR (Muñoz Belalcazar et al., 2021) 

Así mismo, la temperatura, es una variable que tiene efecto sobre el crecimiento 

vegetativo del cultivo de café (Drinnan & Menzel, 1995). Cuando existe un aumento de 

mínima pueda que haya habido un desarrollo de la vegetación, por ello, que sea el factor 

temperatura min que inhibe el crecimiento de la vegetación en las tres zonas cafetaleras. 

Sin embargo, un aumento para la temperatura máxima pueda haber inhibido el 

crecimiento del cultivo de café y reducido el crecimiento de la vegetación debilitando la 

fotosíntesis (Jiao et al., 2021).El caso del cultivo de café, no tolera un ámbito amplio de 

las temperaturas (Davis et al., 2021). Por su parte Alarcon Aguila, (2016), indica que las 

temperaturas medias óptima para los cultivos dé café se ubica e los 15 y 25 °C, con 10 

°C de oscilación diaria. Así mismo, Michael Franz Bartra Mego, (2020) indica que para 

los rangos óptimos de temperatura en cafetales oscila entre 18 y 21°C. 

Aprovechando los avances recientes que existe, las variables climáticas tienen efecto 

sobre el desarrollo vegetativo y la fenología del cultivo de café. Se investigó el efecto de 

temperatura sobre el crecimiento vegetativo y la floración de 9 cultivares de café, donde 

todos los cultivares mostraron un crecimiento rápido durante el verano y otoño (Drinnan 

& Menzel, 1995). Además, Davis et al., (2021) investiga los perfiles climáticos en 2 

variedades de café, evaluando el rendimiento y datos agronómicos e información 

sensorial, arrojando una temperatura media anual y una precipitación media anual de 

22,9°C - 807 mm para variedad 1 y 24,8°C- 998 mm para variedad 2.  

4.3. Modelo lineal según lugares. 

Para cada zona cafetalera de Rodríguez de Mendoza, se utilizó un modelo de regresión 

llamado modelo lineal (LM) (Dong et al., 2013). Resultó tres fórmulas matemáticas para 

cada zona cafetalera (modelado del NDVI en función de las variables climáticas). El 
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desempeño del LM se evaluó con diferentes factores, incluidos la multicolinealidad, las 

variables predictoras, el coeficiente de error y el tamaño de muestra (Babar et al., 2021). 

Concluyendo que todos los estimados del modelo generalmente funcionan para las tres 

zonas evaluadas. 

En este estudio, se observó que las variables (temperatura, humedad relativa y altitud) 

son altamente significativas para crear modelos de regresión lineal que expliquen el 

NDVI de cada zona de estudio. Al respecto, Martinez & Labib, (2023) sugieren que los 

estudios incluyan otras variables como uso específico del suelo y estructura de la 

vegetación, ya que estas podrían limitar la influencia de factores externos o de confusión 

en la relación entre los tipos de vegetación y el NDVI. Por su parte,  Johnson et al, (2016) 

señalan que los modelos lineales son más ventajosos para predecir el rendimiento de los 

cultivos. Garcia-Garcia et al, (2021) encontraron que el modelo lineal mixto es capaz de 

modelar curvas de crecimiento con alta precisión para plantas de tomate a campo abierto. 

Sin embargo, para todos los casos de estudio se resalta la importancia de delinear el límite 

entre tierras agrícolas y no agrícolas para tener un mejor ajuste y no contaminar la 

relación NDVI-rendimiento de los cultivos (Bolton & Friedl, 2013; Xu & Katchova, 

2019). 
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V. CONCLUSIONES 

 

➢ Nuestro análisis de tendencia del NDVI en las zonas cafetaleras de Rodríguez de 

Mendoza, durante el período de 2000 a 2022 revela una mejora general en la salud de 

la vegetación. La incorporación de estadísticas de resumen, como la media, la 

desviación estándar y el coeficiente de variación, enriquece nuestra comprensión de 

la variabilidad en la salud de la vegetación. Estos hallazgos son esenciales para 

futuras investigaciones y estrategias de manejo en la región. 

➢ La realización de un modelo de regresión lineal del NDVI (Índice de Vegetación de 

Diferencia Normalizada) en función de variables climáticas pudieron proporcionar la 

relación entre el clima y la salud de la vegetación del cultivo de café. Siendo así un 

resultado clave que confirma de que existe una relación estadísticamente significativa 

entre el NDVI y las variables climáticas consideradas. Esto sugiere que las 

condiciones climáticas influyen en la salud y el crecimiento del cultivo de café en las 

tres zonas de Rodríguez de Mendoza. 
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