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RESUMEN 

Los pastizales altoandinos de la región Amazonas cumplen funciones esenciales en la 

provisión de forraje y la regulación ecológica, pero la presión de pastoreo resalta la 

necesidad de métodos precisos para evaluar su productividad. El estudio desarrolló y 

validó una metodología no destructiva para estimar la biomasa aérea (AGB) en 

TioPampa, empleando un escáner láser terrestre Leica BLK360 y mediciones destructivas 

como referencia. Se realizaron diez escaneos mensuales y se evaluaron sesenta cuadrantes 

por mes. De la nube de puntos se derivaron métricas estructurales del dosel HMAX, HCV 

y HKUR utilizadas para entrenar modelos Random Forest, SVM y Elastic Net, 

alcanzándose un R² de 0.57. Se observó un aumento de biomasa fresca en el segundo mes, 

relacionado con una mayor disponibilidad hídrica, mientras que la biomasa seca mostró 

menor variación. La cuantificación espacial reveló 530.713 y 356.562 kg/ha de biomasa 

fresca, y 175.534 y 400.887 kg/ha de biomasa seca para febrero y marzo, evidenciando 

cambios temporales significativos. El estudio confirma la capacidad del Leica BLK360 

para caracterizar con alta precisión pastizales heterogéneos y generar estimaciones 

confiables de biomasa sin métodos destructivos intensivos. Se halló diferencia estadística 

en la época seca. La metodología propuesta constituye una herramienta sólida para 

mejorar el monitoreo forrajero y apoyar decisiones de manejo sostenible en ecosistemas 

pastoriles altoandinos. 

Palabras clave: Biomasa aérea; pastizales altoandinos; escáner láser terrestre; Leica 

BLK360; aprendizaje automático; métricas estructurales; monitoreo forrajero; Random 

Forest. 
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ABSTRACT 

 

The high Andean grasslands of the Amazon region play essential roles in providing fodder 

and ecological regulation, but grazing pressure highlights the need for accurate methods 

to assess their productivity. The study developed and validated a non-destructive 

methodology for estimating above-ground biomass (AGB) in TioPampa, using a Leica 

BLK360 terrestrial laser scanner and destructive measurements as a reference. Ten 

monthly scans were performed and sixty quadrants were evaluated per month. Structural 

canopy metrics HMAX, HCV, and HKUR were derived from the point cloud and used to 

train Random Forest, SVM, and Elastic Net models, achieving an R² of 0.57. An increase 

in fresh biomass was observed in the second month, related to greater water availability, 

while dry biomass showed less variation. Spatial quantification revealed 530,713 and 

356,562 kg/ha of fresh biomass, and 175,534 and 400,887 kg/ha of dry biomass for 

February and March, showing significant temporal changes. The study confirms the 

ability of the Leica BLK360 to characterize heterogeneous grasslands with high precision 

and generate reliable biomass estimates without intensive destructive methods. A 

statistical difference was found in the dry season. The proposed methodology is a robust 

tool for improving forage monitoring and supporting sustainable management decisions 

in high Andean pastoral ecosystems. 

Keywords: Aerial biomass; high Andean grasslands; terrestrial laser scanner; Leica 

BLK360; machine learning; structural metrics; forage monitoring; Random Forest.
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I. INTRODUCCION 

Los sistemas silvopastoriles se han consolidado como una estrategia clave para mejorar 

la productividad ganadera y fortalecer la sostenibilidad  ecológica en regiones tropicales 

y altoandinas (Agethen et al., 2024; Lemes et al., 2021). Estos sistemas integran árboles, 

pasturas y ganado bajo principios de manejo sostenible, promoviendo la conservación de 

la biodiversidad, la regulación climática y la protección de los recursos edáficos e hídricos 

(Manasa et al., 2024; Ovani et al., 2023). Dentro de estos sistemas, las pasturas 

constituyen la base alimentaria del ganado y, por tanto, son un componente crítico para 

la productividad pecuaria y la seguridad alimentaria en zonas rurales (Huertas et al., 2021; 

Peri et al., 2024). 

En los últimos años, los pastizales han experimentado una degradación significativa 

impulsada por fenómenos como sequías, cambios en el uso y cobertura del suelo, 

incendios y prácticas de manejo inadecuadas, como el sobrepastoreo (Gao et al., 2019; 

Samamé Saavedra, 2023a). Además, la biomasa forrajera se encuentra estrechamente 

relacionada con factores meteorológicos como la temperatura, la precipitación y la 

temperatura superficial (Jurado-Guerra et al., 2021; T. Wang et al., 2024) y se han 

documentado patrones diversos en distintos ecosistemas de pastizales (Vahidi et al., 

2023). A ello se suma el impacto del cambio climático y la proliferación de especies 

invasoras, que agravan la degradación de estos ecosistemas y amenazan la principal 

fuente de alimento para la ganadería. 

En el Perú, hacia 2012 los pastos naturales cubrían aproximadamente 18.97 millones de 

hectáreas, equivalente a cerca del 14.76 % del territorio nacional (MINAM, 2015). 

Actualmente, los pastizales superan los 8.9 millones de hectáreas de superficie destinada 

a la actividad pecuaria (MINAGRI, 2025), lo que refleja su importancia estratégica para 

el desarrollo agroalimentario del país. Su expansión reciente ha sido especialmente 

marcada en la Amazonía, donde cerca de tres de cada cuatro hectáreas deforestadas han 

sido convertidas en pastizales vinculados a la ganadería, así como en zonas altoandinas 

mediante programas públicos de fomento pecuario (MapBiomas-Amazonia, 2025). No 

obstante, más del 60 % de los pastizales altoandinos presenta signos de degradación 

debido a la falta de políticas de conservación, un manejo deficiente y la presión ganadera 

(Abdelsalam, 2021; MINAM, 2020). 
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La estimación de biomasa es un elemento clave en ecología y en la gestión sostenible de 

recursos naturales, ya que permite cuantificar la materia orgánica disponible y evaluar la 

productividad y estado de los ecosistemas (Cheng et al., 2024; Kc et al., 2024). 

Tradicionalmente, esta tarea se ha realizado mediante métodos destructivos y no 

destructivos, como el corte directo  o la evaluación visual calibrada (Levick et al., 2021; 

Morais et al., 2021). Sin embargo, estas técnicas pueden resultar laboriosas, costosas y 

limitadas en escala espacial y temporal. Para superar estas limitaciones, se ha desarrollado 

un amplio rango de tecnologías de percepción remota (RS), que incluyen imágenes 

satelitales, vehículos aéreos no tripulados equipados con sensores multiespectrales o 

LiDAR, y escáneres láser portátiles como el BLK, utilizados para capturar modelos 

tridimensionales de alta resolución en áreas reducidas (Leica Geosystems, 2024). 

Recientemente, la integración de escaneo láser terrestre (TLS) y escaneo láser aéreo 

(ALS) ha emergido como una estrategia complementaria que permite combinar la 

precisión de observaciones terrestres con la capacidad de mapeo extensivo del LiDAR 

aéreo, mejorando la representación estructural y la estimación de biomasa en paisajes 

heterogéneos (Crabbe et al., 2019; Shi et al., 2024). 

Entre estas innovaciones, el sensor LiDAR destaca por su capacidad para generar 

modelos tridimensionales de alta resolución y caracterizar detalladamente la estructura 

de la vegetación (Amarsaikhan et al., 2023; de Nobel et al., 2023). En particular, el 

LiDAR terrestre ha demostrado ser eficaz para estudios a escala fina en sistemas con alta 

heterogeneidad estructural, como los silvopastoriles (Li et al., 2021), mientras que los 

sistemas LiDAR móviles equipados con Sistema Global de Navegación por Satélite 

(GNSS) y unidades inerciales han mejorado la eficiencia operativa en terrenos complejos 

(Di Stefano et al., 2021). Estudios recientes corroboran su potencial para estimar biomasa 

en ecosistemas herbáceos mediante métricas volumétricas, altura y distribución vertical 

de retornos (Assiri et al., 2023; A. Chen et al., 2023; C. Xu et al., 2023). En este sentido, 

su aplicación en el Perú, especialmente en zonas altoandinas ganaderas, continúa siendo 

incipiente, con investigaciones centradas mayormente en ecosistemas forestales. Además, 

la falta de monitoreo de biomasa basado en tecnologías avanzadas limita la capacidad de 

los productores y gestores para evaluar la dinámica forrajera en periodos críticos, regular 

la carga animal y anticipar procesos de degradación. 

En este escenario, el departamento de Amazonas y el distrito de San Francisco del Yeso 

ofrecen condiciones favorables para la actividad ganadera, aunque persiste una limitada 
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disponibilidad de información técnica sobre productividad forrajera. La aplicación de 

tecnología LiDAR móvil representa una oportunidad para fortalecer la gestión del recurso 

forrajero mediante métodos no destructivos y precisos. Por lo tanto, esta investigación 

tiene como finalidad estimar la biomasa forrajera empleando tecnología LiDAR móvil en 

un sistema silvopastoril en San Francisco del Yeso, Amazonas, caracterizando la 

estructura de la vegetación herbácea, procesando datos tridimensionales de alta 

resolución y desarrollando un modelo predictivo robusto. El desarrollo de esta 

metodología busca fortalecer el monitoreo no destructivo de pastizales altoandinos y 

aportar evidencia técnica para mejorar la gestión sostenible del recurso forrajero en zonas 

en zonas altoandinas y amazónicas del Perú 

II. MATERIALES Y METODOS 

2.1. Área de estudio 

El distrito de San Francisco del Yeso, está ubicado al sureste de la región Amazonas, en 

Perú (Figura 1), es uno de los 23 distritos de la provincia de Luya con un área aproximada 

de 113.94 km2 y una elevación de 2400 m.s.n.m. El clima es templado, con temperaturas 

de 13 °C a los 23 °C y cuya precipitación media anual acumulada alcanza los 1738 mm, 

siendo los meses más lluviosos los que van de marzo y abril (MINAGRI, 2025). La 

población del distrito es de aproximadamente 748 hab. con una densidad demográfica de 

6.6 hab./km2 de los cuales una parte significativa de la población se dedica a la agricultura 

y la actividad forestal (Instituto Nacional de Estadística e Informática, 2017). La parcela 

de estudio se encuentra en el sector de Tiopampa, dónde el 53% de la población está 

vinculada a las actividades agropecuarias (INEI, 2025), principalmente a la crianza de 

ganado vacuno. Los pastizales, base alimentaria para la actividad ganadera, son 

fundamentales para el sustento local y justifican la relevancia de estimar con precisión la 

biomasa disponible. Tecnologías como LiDAR móvil permiten optimizar el manejo de 

los recursos forrajeros, mejorar la eficiencia en la producción ganadera, y asegurar la 

sostenibilidad de los sistemas silvopastoriles en la región. 
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Figura 1 Ubicación geográfica del distrito  de San Francisco del Yeso, Luya - Amazonas. 

 

2.2. Procedimiento metodológico 

La Figura 2 presenta el flujograma metodológico desarrollado para la estimación de 

biomasa forrajera en pastizales mediante el uso de tecnología LiDAR móvil. La 

metodología se organiza en tres etapas principales: (i) levantamiento de información con 

el sensor LiDAR BLK360, destinado a la captura de datos tridimensionales para la 

generación de índices de vegetación (VIs), nubes de puntos y métricas estructurales de la 

cubierta vegetal; (ii) recopilación de muestras de biomasa en campo dentro de parcelas 

de muestreo, posteriormente analizadas en laboratorio para determinar el peso fresco y 

seco; finalmente (iii) integrar y procesar toda la información obtenida para el 

entrenamiento y validación de modelos de aprendizaje automático, orientados a la 

estimación y monitoreo no destructivo de la biomasa aérea (AGB) en los pastizales del 

área de estudio. 
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Figura 2 Diagrama metodológico de estimación AGB en pastizales a partir de LiDAR 

terrestre: a) uso de escáner terrestre BLK360, b) proceso de toma de datos en campo y c) 

proceso de modelos de aprendizaje automático. 

 

 

2.3.  Adquisición y procesamiento de datos LiDAR terrestre. 

La recopilación de datos LiDAR terrestre constituyó un componente esencial para la 

caracterización tridimensional de la estructura del pastizal. Los escaneos se efectuaron en 

dos fechas asociadas al ciclo de rotación del ganado: el 24 de febrero de 2025 y el 24 de 

marzo de 2025. Se utilizó un escáner Leica BLK360 G1 (Leica Geosystems, 2024), 

operado mediante el software Leica Cyclone REGISTER 360 (versión 2023.1), 

herramienta empleada para la gestión, registro y validación de las nubes de puntos. 

El BLK360 fue seleccionado debido a su portabilidad, precisión en ambientes abiertos y 

capacidad para generar nubes de puntos densas en superficies herbáceas heterogéneas. 

Este equipo registra hasta 360 000 puntos/s, con una precisión de ±6 mm a 10 m, emplea 

un sistema de escaneo con una cobertura de 360° horizontal y 300° vertical, y dispone de 

una cámara HDR de 13 megapíxeles para la generación de nubes de puntos texturizadas. 

Su tamaño reducido, tiempo de adquisición por estación inferior (1.39 minutos por 

escaneo) y compatibilidad con flujos de trabajo de alta resolución justificaron su elección 
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frente a otros sistemas TLS de mayor peso o requerimientos energéticos, los cuales 

presentan limitaciones logísticas en ambientes altoandinos. 

2.3.1. Parámetros de escaneo y configuración en campo 

El proceso de escaneo siguió una configuración estandarizada. En primer lugar, el escáner 

se instaló a 1.30 m sobre el nivel del suelo mediante un trípode topográfico, lo que 

permitió asegurar la detección completa de la vegetación herbácea y de los cuadrantes de 

muestreo, evitando obstrucciones asociadas a la altura del pasto y reduciendo sombras 

geométricas en la parte inferior del volumen escaneado. Asimismo, se trabajó en modo 

high density, equivalente a una resolución angular aproximada de 0.18°, con el fin de 

obtener una nube de puntos lo suficientemente densa para derivar métricas estructurales 

precisas. En cuanto al tiempo de adquisición, cada estación de escaneo requirió en 

promedio 1 minuto y 39 segundos, manteniendo un equilibrio adecuado entre resolución 

y eficiencia operativa. Del mismo modo, se realizaron 10 escaneos en febrero y 10 en 

marzo, en total 20 estaciones distribuidas estratégicamente en zonas representativas del 

pastizal.  

2.4. Diseño del recorrido de escaneo 

Para garantizar una cobertura homogénea y reducir posibles zonas de sombra o lagunas 

en la nube de puntos, se diseñó un esquema sistemático de escaneo mediante la división 

de las parcelas en cuadrículas regulares, como se muestra en la Figura 3. Donde ilustra 

el procedimiento de delimitación espacial y el diseño de escaneo implementado en el 

sector de Tiopampa, empleado para la captura de datos tridimensionales con el escáner 

terrestre BLK360. En ella se detalla la generación del ortomosaico base, la delimitación 

del área de muestreo, la división en cuadrículas para la ubicación de los puntos de control 

georreferenciados, la disposición de las subparcelas utilizadas para el muestreo 

destructivo de biomasa y la medición de variables estructurales de la vegetación. 

Esta estrategia permitió obtener una nube de puntos densa, continua y con adecuada 

redundancia de información espacial. En total, se realizaron diez escaneos por parcela, 

distribuidos estratégicamente. Para la georreferenciación y alineamiento espacial de las 

nubes de puntos, se emplearon puntos de control georreferenciados (GCPs), obtenidos 

mediante receptores del GNSS, lo que garantizó una posición de nivel centimétrica, 

distribuidos uniformemente en el área de estudio. Los GCPs fueron colocados en 
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posiciones estratégicas en la primera salida, ubicados en esquinas de los cuadrantes con 

el objetivo de asegurar la correcta delimitación espacial y evitar deformaciones durante 

la etapa de registro, como se observa en la Figura 3. 

Figura 3 Diseño espacial y delimitación para el levantamiento de datos LiDAR: a) 

Ortomosaico obtenido con drone Phantom 4 RTK; b) delimitación del perímetro de 

muestreo para la estimación de biomasa forrajera; c) división en cuadrículas regulares 

para el establecimiento de GCPs; d) vista aérea general con la disposición de los 

segmentos de escaneo; e) ubicación del escáner terrestre BLK360 en el centro de los 

círculos de referencia; f) vista de campo que muestra la localización del sitio de muestreo; 

g) subparcelas de 1 × 1 m, utilizadas para la medición de altura de vegetación y la 

estimación de biomasa aérea 

 

2.5. Descarga y organización de datos 

Una vez completado el levantamiento, los datos crudos fueron descargados desde el 

escáner mediante el software Leica BLK Data Manager v.2023.0.0, el cual permitió la 

conversión de los archivos nativos (.b2g) al formato de nube de puntos (.las). 

Posteriormente, las nubes fueron clasificadas siguiendo un sistema de identificación que 

permitió distinguir cada escaneo según su ubicación, fecha y número de toma. Se realizó 

una limpieza de escaneos para identificar posibles errores de captura, duplicados 

generados por superficies reflectantes. Los datos fueron almacenados en una estructura 

ordenada por parcelas. 
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2.6. Registro de nube de puntos 

El registro y unión de los escaneos se efectuó en el software Leica Cyclone Register 360, 

utilizando la técnica de alineación por dianas, complementada con un ajuste fino por 

correspondencia automática de puntos (Iterative Closest Point, ICP) (Besl & McKay, 

1992). Una vez completada la unión, se aplicó un proceso de limpieza y filtrado para 

eliminar ruido, puntos aislados y elementos no pertenecientes al suelo o a la vegetación. 

Este proceso permitió obtener una nube de puntos depurada, que representa con precisión 

la estructura tridimensional de la vegetación forrajera y del terreno. 

2.7. Georreferenciación 

Las nubes de puntos obtenidas fueron georreferenciadas empleando puntos de control 

levantados con un receptor GNSS diferencial en modo RTK, lo que permitió alcanzar 

precisión posicional centimétrica. Para garantizar consistencia espacial entre campañas, 

antes de la primera recolección de datos, se estableció un punto fijo que sirvió como base. 

Este punto sirvió como referencia permanente para reinstalar la base GNSS en campañas 

posteriores y recuperar las coordenadas con exactitud, permitiendo ubicar nuevamente 

los cuadrantes en las mismas posiciones originales. 

La obtención de datos LiDAR dependieron de correcciones externas, las cuales se 

procesaron en gabinete. Finalmente, los cuadrantes fueron delimitados y extraídas 

mediante herramientas de segmentación espacial en CloudCompare v.2.13. 

2.8. Segmentación y análisis de parcelas 

Cada parcela fue segmentada individualmente para el cálculo de métricas estructurales 

LiDAR. El procesamiento integral de las nubes de puntos y la extracción de métricas se 

realizaron mediante el paquete lidR (Roussel et al., 2020) en el entorno de programación 

R. A partir de cada nube de puntos, se generaron métricas descriptivas que incluyeron el 

recuento total de retornos, estadísticas de altura e intensidad, percentiles de distribución 

y relaciones proporcionales derivadas. 

Para la generación de métricas rasterizadas, se empleó un tamaño de celda de 0.10 m (10 

cm), seleccionado en función de la escala fina de la vegetación herbácea altoandina y de 

la resolución nativa del escáner terrestre. Este valor permitió capturar adecuadamente la 

variabilidad estructural del pastizal sin introducir ruido excesivo ni pérdidas significativas 

de detalle. En ecosistemas de porte bajo, tamaños de celda demasiado grandes tienden a 
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suavizar la superficie del dosel y subestimar la densidad del material vegetal, mientras 

que tamaños demasiado pequeños incrementan los vacíos y la irregularidad por falta de 

retornos suficientes. En este contexto, la resolución de 10 cm ofreció un equilibrio óptimo 

entre detalle espacial, estabilidad estadística y representatividad estructural, favoreciendo 

una estimación más robusta de la biomasa aérea. 

Asimismo, se aplicó un umbral mínimo de altura de 0.02 m para discriminar retornos 

asociados al dosel herbáceo, minimizando la interferencia de puntos pertenecientes al 

suelo o ruido cercano al nivel del terreno. 

La extracción de métricas estructurales constituyó un paso esencial para caracterizar 

tridimensionalmente la vegetación y sustentar la estimación de biomasa. Estas métricas 

cuantificaron la variabilidad vertical y horizontal del dosel, describieron la distribución 

de alturas, la densidad de cobertura y la intensidad del pulso reflejado. En este estudio, 

las métricas derivadas se agruparon en categorías representativas recuento de puntos, 

estadísticas de altura e intensidad, percentiles y proporciones basadas en umbrales que 

aportan información complementaria sobre la estructura del dosel, facilitando la 

modelación de variables biofísicas como la biomasa aérea y la cobertura vegetal (Tabla 

1). 

 (Tabla 1).  

Tabla 1. Métricas LiDAR empleadas. 

Categoría Métrica Descripción 

Métricas de 

recuento de 

puntos 

TOT_ALL Número total de retornos LiDAR 

(todos los ecos) dentro de la celda. 

TOT_FIRST Número total de primeros retornos 

(primeros ecos). 

ALL_ABV_MIN Número total de retornos por encima 

de un umbral mínimo de altura (≥ 

0.05 m). 

FIRST_ABV_MIN Número de primeros retornos por 

encima del umbral de altura. 

DENSITY_ALL Densidad total de puntos LiDAR 

(retornos/m²). 

DENSITY_FIRST Densidad de primeros retornos 

(retornos/m²). 

PROP_FIRST Proporción de primeros retornos 

respecto al total de retornos. 

Estadísticas 

de altura 

HMIN Altura mínima (Z) de todos los 

retornos. 

HMAX Altura máxima (Z) de todos los 

retornos. 
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HMEAN Altura media. 

HMED Altura mediana. 

HSD Desviación estándar de la altura. 

HVAR Varianza de la altura. 

HCV Coeficiente de variación de la altura: 

100 × (HSD / HMEAN). 

HKUR Curtosis de la distribución de altura 

(grado de apuntamiento). 

HSKE Asimetría de la distribución de 

altura. 

CRR Relación de relieve del dosel: 

(HMEAN – HMIN) / (HMAX – 

HMIN). 

HMODE Modo de la distribución de alturas. 

H25, H50, H75 Percentiles específicos 

representativos (25°, 50°, 75°). 

Percentiles de 

altura 

H01–H99 Percentiles de la distribución de 

altura en intervalos del 1 % (H01 = 

P1, …, H99 = P99). 

Estadísticas 

de intensidad 

IMIN Intensidad mínima de los retornos. 

IMAX Intensidad máxima. 

IMEAN Intensidad media. 

IMED Intensidad mediana. 

ISD Desviación estándar de la intensidad. 

IVAR Varianza de intensidad. 

ICV Coeficiente de variación de 

intensidad: 100 × (ISD / IMEAN). 

IKUR Curtosis de la distribución de 

intensidad. 

ISKE Asimetría de la distribución de 

intensidad. 

Percentiles de 

intensidad 

I01–I99 Percentiles de la distribución de 

intensidad en intervalos del 1 %. 

Métricas de 

proporción / 

umbral 

PCT_FIRST_MIN Porcentaje de primeros retornos por 

encima del umbral mínimo. 

PCT_ALL_MIN Porcentaje de todos los retornos por 

encima del umbral mínimo. 

RATIO_MIN Proporción de retornos superiores al 

umbral respecto al total de primeros 

retornos. 

PCT_FIRST_MEAN Porcentaje de primeros retornos 

superiores a la altura media. 

PCT_ALL_MEAN Porcentaje de todos los retornos 

superiores a la altura media. 

RATIO_MEAN Proporción de retornos por encima 

de la altura media respecto al total de 

primeros retornos. 
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FHD Diversidad de altura del dosel 

(Foliage Height Diversity Index). 

RH100 Altura relativa máxima (100 % de 

los retornos). 

RH25, RH50, RH75 Alturas relativas acumuladas del 25 

%, 50 % y 75 % de los retornos. 

Métricas 

derivadas del 

terreno y 

estructura 

ZRANGE Rango vertical (HMAX – HMIN). 

CANOPY_RELIEF_RATIO Relación estructural del dosel. 

VOLUME_INDEX Estimación del volumen de la 

vegetación derivado de la densidad y 

altura media. 

VEGETATION_RATIO Porcentaje de retornos 

correspondientes a vegetación 

respecto al total. 

 

La interpretación de estas métricas permitió identificar patrones estructurales asociados a 

la vegetación presente en las parcelas analizadas. En particular, las estadísticas de altura 

y sus percentiles proporcionaron una descripción detallada del perfil vertical del dosel, 

mientras que las métricas de intensidad reflejaron variaciones en la reflectancia de la 

vegetación y el sustrato, útiles para diferenciar estratos y tipos de cobertura. Asimismo, 

las métricas de razón o umbral resultaron esenciales para evaluar la distribución relativa 

de los retornos por encima de determinadas alturas, lo que permitió inferir la densidad del 

follaje y el grado de cierre del dosel. 

2.9. Datos de AGB método destructivo 

Tras completar los escaneos con el LiDAR BLK360, se desarrolló la colecta de biomasa 

forrajera en ambas fechas de muestreo (24 de febrero y 24 de marzo de 2025). En cada 

estación se instalaron tres marcos de 1 × 1 m (Figura 4a), distribuidos alrededor del punto 

de escaneo para asegurar la correspondencia espacial entre los datos destructivos y las 

mediciones LiDAR. En cada marco, la altura de la vegetación se registró con una cinta 

métrica flexible graduada en milímetros (Figura 4b). 

Los vértices de los marcos fueron georreferenciados mediante receptores GNSS en modo 

RTK (Figura 4c), lo que permitió reinstalar los mismos puntos de muestreo en ambas 

fechas y garantizar la repetibilidad espacial del experimento. 

La extracción de biomasa se efectuó mediante un muestreo destructivo parcial, realizando 

cuatro subcortes por marco, cada uno de 10 × 10 cm, ubicados exclusivamente en las 

cuatro esquinas del marco de 1 × 1 m (Figura 4d–f). Este diseño permitió capturar la 

variabilidad interna del parche sin remover completamente la vegetación del cuadrante, 
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preservando la estructura general del pastizal. Los subcortes se efectuaron a 2.5 cm sobre 

el nivel del suelo, siguiendo protocolos empleados en la evaluación destructiva de forraje. 

Cada submuestra se colocó en bolsas herméticas etiquetadas. En total, se obtuvieron 12 

subcuadrantes por estación (4 subcortes × 3 marcos), lo que equivale a 24 unidades de 

muestreo destructivo en ambas fechas de trabajo. 

En laboratorio, y siguiendo el protocolo descrito por  (Jurado-Guerra et al., 2021), las 

muestras se pesaron inicialmente para determinar la biomasa fresca (FM) (Figura 4g). 

Posteriormente, se secaron en estufa a 60 °C durante 72 h, hasta alcanzar peso constante, 

registrándose la biomasa seca (DM) en gramos (Figura 4h). Estos valores constituyeron 

las variables respuesta para la calibración y validación de los modelos de estimación de 

AGB. 

Figura 4 Procedimiento de recolección de biomasa forrajera en campo: a) distribucion 

de cuadrantes b) medición de altura de la vegetación. c) georreferenciación de cuadrantes 

1x1 con receptores GNSS d-f) recolección y empaquetado de muestras y g-h) pesado de 

muestra fresca y seca. 

 

2.10. Selección de variables y modelamiento de AGB  

Se evaluó la relación entre las métricas LiDAR y la biomasa medida en campo (peso 

fresco y peso seco), método usado en investigaciones enfocadas a la estimación de AGB 

utilizando datos LiDAR mediante análisis de correlación de Pearson (r) y de importancia 

de variables (Viljanen et al., 2018), permitió reducir la presencia de multicolinealidad, 

manteniendo únicamente las variables con coeficientes de correlación inferiores a |r| ≤ 

0.8 en los análisis por pares. 
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2.11. Modelado de AGB 

Para la estimación AGB, se trabajó con el conjunto completo de métricas estructurales 

derivadas de los diez escaneos realizados con el LiDAR terrestre. La integración de todas 

las métricas permitió conformar una base robusta y consistente, evitando la pérdida de 

información y garantizando una adecuada representatividad de la variabilidad estructural 

del pastizal, condición necesaria antes de la fase de modelado. Previo a la implementación 

de los algoritmos, las métricas fueron sometidas a un proceso de estandarización mediante 

la transformación z-score, con el fin de homogeneizar las escalas de las variables y 

prevenir que atributos con rangos más amplios influyeran desproporcionadamente en el 

ajuste de los modelos. Este paso es particularmente relevante en métodos sensibles a la 

magnitud de los predictores (Kuhn & Johnson, 2022). Con el conjunto de variables 

estandarizadas, se implementaron tres enfoques de aprendizaje automático ampliamente 

utilizados en estudios de estimación de biomasa: Random Forest (RF) (Breiman, 2001), 

Support Vector Machines (SVM) y Elastic Net (EN). Cada modelo fue entrenado 

utilizando como predictores las métricas estructurales derivadas del LiDAR terrestre y 

como variable respuesta los valores de AGB obtenidos mediante el método destructivo. 

Posteriormente, los modelos fueron validados empleando un esquema de partición interna 

de los datos, con el fin de cuantificar su capacidad predictiva y seleccionar el algoritmo 

con mejor desempeño, siguiendo criterios metodológicos aplicados en estudios recientes 

de modelado de biomasa en ecosistemas herbáceos (Muhammad et al., 2024). 

2.10.1 Random Forest (RF) 

El algoritmo Random Forest (Breiman, 2001) se empleó como método principal de 

modelado debido a su estabilidad frente a la multicolinealidad de los predictores y su 

capacidad para capturar relaciones no lineales entre las métricas estructurales derivadas 

del LiDAR y AGB (Mangla et al., 2016; Thapa et al., 2025). Este enfoque se basa en la 

construcción de múltiples árboles de decisión generados mediante bootstrap aggregating 

(bagging), cuya combinación mediante promedio reduce la varianza y mejora la precisión 

del modelo (Singh et al., 2023). 

Durante la etapa de entrenamiento se llevaron a cabo ajustes en los principales 

hiperparámetros del modelo, específicamente el número total de árboles (ntree) y la 

cantidad de variables evaluadas en cada partición (mtry), aplicando un esquema de 
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validación cruzada de 10 pliegues. Para ntree se exploró un rango de 50 a 500, con 

incrementos de 50 unidades, mientras que mtry se evaluó entre 5 y n – 1, siendo n el 

número total de predictores. De forma complementaria, se ajustaron diferentes 

proporciones de muestreo aleatorio (bagging, 0.1–1.0) con el propósito de mitigar el 

sobreajuste y fortalecer la capacidad de generalización del modelo. El RF, ampliamente 

utilizado en estudios de estimación de biomasa (Compeán-Aguirre & López-Serrano, 

2024), En cuanto a la selección final de variables, el modelo RF incorporó siete métricas 

estructurales, correspondientes a aquellas que mostraron mayor relevancia predictiva 

según la importancia normalizada. Para el mes de febrero en Tiopampa (Figura 7), las 

variables retenidas fueron: HMAX, TOT_FIRST, H15, RET_1_ABV_MIN, H01, HKUR 

y HSKE, tanto para la modelación de biomasa fresca como seca. La consistencia 

observada en la contribución de estas métricas coincide con hallazgos de estudios previos 

que destacan el valor de las alturas percentilares, los retornos iniciales y los indicadores 

de forma de distribución como predictor clave de la estructura de la vegetación. 

2.10.2. Support Vector Machines (SVM) 

El modelo SVM es una técnica supervisada reconocida por su capacidad para transformar 

el espacio original de las variables mediante funciones kernel, lo que facilita la 

representación de patrones complejos y no lineales (Rocha et al., 2023). Su uso ha 

demostrado resultados consistentes en la estimación de biomasa empleando información 

proveniente de datos LiDAR y variables espectrales  (Liu et al., 2023; Meliho et al., 

2023). 

 El modelo SVM (Pontil & Verri, 1998) se implementó utilizando un kernel de base radial 

(Radial Basis Function, RBF), con el objetivo de capturar relaciones no lineales entre las 

métricas derivadas del LiDAR y AGB (G. Chen & Hay, 2011). Este enfoque se basa en 

la construcción de hiperplanos óptimos que permiten separar las observaciones en un 

espacio multidimensional, maximizando el margen entre clases o, en el caso de regresión, 

minimizando los errores dentro de un umbral de tolerancia previamente establecido 

(Borsah et al., 2023; Pontil & Verri, 1998). Para la fase de calibración, se ajustaron los 

parámetros de penalización (C) y el ancho del kernel (γ), buscando mejorar la capacidad 

predictiva del modelo y reducir el riesgo de sobreajuste. La combinación de parámetros 

se evaluó mediante validación cruzada de 10 pliegues, incorporando además valores de 
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mtry similares a los utilizados en el modelo RF, con la finalidad de examinar la 

sensibilidad del SVM frente a la variabilidad en el número de predictores. 

2.10.3. Elastic Net 

El algoritmo EN ha sido empleado exitosamente en estudios recientes para la estimación 

de biomasa aérea (Medina-medina et al., 2025), gracias a su capacidad para integrar 

simultáneamente diversas variables estructurales y espectrales, generando modelos más 

robustos y con mejor capacidad de generalización frente a los enfoques lineales 

convencionales. El método EN (E. Wang et al., 2024) se empleó como una modalidad 

regularizada de regresión lineal que combina las penalizaciones L1 (Lasso) y L2 (Ridge). 

Esta integración permite manejar eficazmente la multicolinealidad entre las variables 

predictoras, además de facilitar la selección automática de aquellas con mayor relevancia, 

disminuyendo el sobreajuste y reforzando el desempeño predictivo del modelo (Pinedo 

et al., 2025). 

En el presente estudio, los parámetros de regularización α (que define la proporción entre 

las penalizaciones L1 y L2) y λ (que controla la magnitud de la penalización) fueron 

ajustados mediante un proceso sistemático de validación cruzada de 10 pliegues. Esta 

estrategia posibilitó determinar la configuración óptima que equilibró adecuadamente la 

complejidad del modelo y la precisión de las estimaciones generadas. 

2.12. Evaluación del rendimiento de modelos 

Para valorar el desempeño de los modelos desarrollados, se emplearon tres métricas 

estadísticas: el coeficiente de determinación (R²), la raíz del error cuadrático medio 

(RMSE) y el error absoluto medio (MAE) (Singh et al., 2023). Estas métricas permiten 

cuantificar tanto la capacidad explicativa como la precisión de las predicciones generadas 

por cada algoritmo. 

El R² indica qué proporción de la variabilidad de la variable dependiente es explicada por 

las variables independientes empleadas en el modelo. Un valor cercano a 1 denota un 

excelente ajuste, mientras que valores próximos a 0 señalan una escasa capacidad 

explicativa  (Singh et al., 2023). Se puede expresar como el cuadrado del coeficiente de 

correlación (r): 

𝑅2 = 𝑟2𝑥 100%      (1) 
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El RMSE representa la desviación promedio de los errores al cuadrado entre los valores 

observados y los predichos por el modelo, lo que permite evaluar la magnitud de la 

discrepancia (Ma et al., 2023). Valores reducidos de RMSE indican que las diferencias 

entre estimado y observado son mínimas, lo que sugiere un buen ajuste. Su cálculo se 

define por: 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑ (𝑦𝑗 − 𝑦̃𝑗)2𝑛

𝑗=1      (2) 

 

donde 𝑦𝑗 son los valores observados, 𝑦̂𝑗 los valores planteados por el modelo y 𝑛el 

número total de observaciones. 

Por último, el MAE mide la media de las diferencias absolutas entre los valores reales y 

los estimados, permitiendo evaluar directamente la precisión del modelo sin el efecto de 

la elevación al cuadrado (Croci et al., 2023). Es particularmente útil para interpretar 

errores en unidades originales de la variable. Su fórmula es: 

𝑀𝐴𝐸 =
1

𝑛
∑ |𝑦̂𝑖 − 𝑦𝑖|

𝑛
𝑖=1       (3) 

donde 𝑦̂𝑖representa el valor predicho, 𝑦𝑖el valor observado y 𝑛el número de 

observaciones. Los modelos fueron comparados entre sí a partir de la validación cruzada 

de 10 pliegues, seleccionándose aquel que presentó el mayor valor de R² junto con los 

menores valores de RMSE y MAE, de acuerdo con las recomendaciones recientes en 

estudios de estimación de biomasa (Ma et al., 2023; E. Wang et al., 2024). 

2.13. Análisis estadístico de diferencias entre meses 

Para evaluar si existían diferencias significativas entre febrero y marzo en la biomasa 

fresca y seca, se aplicaron pruebas estadísticas basadas en dos etapas. Primero, se evaluó 

la normalidad de los residuos mediante la prueba de Shapiro–Wilk y la homogeneidad de 

varianzas mediante el test de Levene. Dado que ambos indicadores presentaron ausencia 

de normalidad (p < 0.001) y que la biomasa seca mostró varianzas heterogéneas (p < 

0.01), se utilizó la prueba t de Welch, una versión robusta del t-Student que no asume 

igualdad de varianzas ni estricta normalidad. Todas las pruebas se realizaron en RStudio 

(v4.x), con un nivel de significancia de α = 0.05. 
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Como existen dos grupos independientes (febrero y marzo), el modelo es:  

𝑡 =
𝑋̅1 − 𝑋̅2

√
𝑆1

2

𝑛1
+

𝑆2
2

𝑛2

 

Donde:  

• 𝑋̅1= media de febrero 

• 𝑋̅2= media de marzo 

• 𝑆1
2, 𝑆2

2= varianzas muestrales 

• 𝑛1, 𝑛2= tamaños de muestra 

• Los grados de libertad se estiman con la corrección de Welch 

Este modelo no asume normalidad estricta gracias al Teorema del Limite Central y ala 

corrección de Welch. 

III. RESULTADOS 

3.1. Datos de laboratorio 

En la Figura 5 muestra un comportamiento con variaciones notables en la biomasa fresca 

y seca entre los meses 1 y 2. En primer lugar, se observa un incremento considerable de 

biomasa fresca durante el mes 2 en varios cuadrantes, destacando especialmente C4.2 y 

C5.1, donde los valores alcanzan picos superiores a los 300 g y 600 g respectivamente. 

Este comportamiento puede asociarse a una mayor disponibilidad hídrica y a procesos de 

recuperación vegetativa característicos del periodo evaluado, los cuales favorecen un 

rebrote más vigoroso (Carrión et al., 2024). 

Asimismo, en cuadrantes como C1.1, C1.3, C3.1, C7.1 y C8.2, la biomasa fresca del mes 

2 también supera claramente a la registrada en el mes 1, lo que sugiere condiciones de 

crecimiento más favorables o una menor presión de pastoreo en esas unidades. Por el 

contrario, en sectores como C9.3 y C10.2 se aprecia un predominio del peso seco sobre 

el peso fresco en ambos meses, posiblemente asociado a una mayor exposición solar, 

reducción de humedad o mayor tránsito del ganado, generando una menor retención de 

agua en la vegetación (Cavieres et al., 2025). La comparación entre biomasa fresca y seca 

revela diferencias consistentes en todas las unidades de muestreo, indicando que la 
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proporción de materia seca se mantiene relativamente estable y reflejando la acumulación 

real de biomasa durante el periodo de monitoreo.  

Figura 5 Variación de la biomasa (fresca y seca) para los meses de febrero y marzo. 

 

 

3.2. Análisis de correlación entre predictores y biomasa  

La Figura 6 presenta las matrices de correlación desarrolladas para evaluar la relación 

entre las métricas estructurales derivadas del LiDAR terrestre y la biomasa fresca y seca 

durante febrero y marzo. El análisis se efectuó mediante coeficientes de Pearson, 

considerando un umbral de |r| < 0.8 para reducir la multicolinealidad y contribuir a la 

estabilidad de los modelos predictivos. Este procedimiento permitió examinar cómo la 

estructura tridimensional del dosel representada por métricas de altura, dispersión y 

distribución vertical se asocia con la variabilidad biofísica de la vegetación. 

En biomasa fresca, las matrices evidencian patrones consistentes entre ambos meses. Las 

métricas de altura (HMAX, HCV, H10 y H15) mostraron correlaciones positivas 

moderadas a altas (r ≈ 0.60 – 0.85), reflejando que un mayor desarrollo vertical del dosel 

se relaciona directamente con un incremento en la acumulación de biomasa. Asimismo, 

HKUR presentó correlaciones positivas con métricas de cuantiles de altura, lo que indica 

su sensibilidad a cambios en la distribución vertical del pastizal. De igual forma, variables 
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integradoras como TOT_FIRST y RET_ABV_MIN registraron relaciones positivas 

moderadas con la biomasa, evidenciando una contribución estable como predictores. 

En biomasa seca, los patrones de correlación fueron similares a los registrados en biomasa 

fresca, aunque con coeficientes ligeramente menores, lo cual es coherente con la menor 

variabilidad de los valores secos. Las métricas de altura nuevamente mostraron las 

correlaciones positivas más altas (r ≈ 0.55 – 0.80), especialmente en marzo, donde HCV, 

HMAX y HKUR mantuvieron relaciones consistentes con la materia seca total. 

En cuanto a las correlaciones negativas, si bien se presentaron con menor magnitud, 

resultan relevantes para comprender la estructura del dosel. Algunas métricas basadas en 

retornos bajos o en la proximidad del pulso al suelo mostraron correlaciones negativas 

con la biomasa. Este comportamiento indica que, a medida que aumenta la cobertura y 

densidad del estrato herbáceo, disminuye la proporción de retornos cercanos al suelo, 

reduciendo el valor de estas métricas. En términos ecológicos, ello refleja que un pastizal 

más denso y con mayor biomasa atenúa la penetración del pulso láser, generando menos 

retornos en niveles bajos y, por tanto, correlaciones negativas con la biomasa aérea. Estas 

relaciones negativas, aunque moderadas, aportan información complementaria sobre la 

respuesta del LiDAR ante cambios en la estructura del pastizal y contribuyen a mejorar 

la interpretación integral del comportamiento del dosel. 

En conjunto, los resultados demuestran que las métricas estructurales LiDAR exhiben 

patrones de correlación estables entre febrero y marzo, lo cual respalda su idoneidad para 

la estimación de biomasa fresca y seca. La presencia simultánea de correlaciones 

positivas fuertes asociados al desarrollo vertical del dosel y correlaciones negativas 

moderadas relacionadas con la disminución de retornos bajos en pastizales densos 

evidencia que la estructura tridimensional del dosel constituye un determinante 

fundamental en la cuantificación de biomasa en sistemas de pastizales altoandinos. 
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Figura 6  Matrices de correlación entre variables predictoras LiDAR y biomasa (fresca y 

seca) para los meses de febrero y marzo en Tiopampa. 

 

3.3. Rendimiento predictivo de los modelos de aprendizaje automático 

El análisis del ajuste obtenido por los modelos RF, SVM y Elastic Net para la estimación 

de la biomasa aérea fresca y seca en Tiopampa, durante los meses de febrero y marzo, 

evidencia un comportamiento heterogéneo entre algoritmos y tipos de biomasa. En 

febrero, RF presentó el mejor desempeño general, alcanzando valores de R² de 0.569 para 

la biomasa fresca y 0.550 para la biomasa seca, con los menores errores en comparación 

con los métodos alternativos. SVM mostró un ajuste moderado, con coeficientes de 

determinación cercanos a 0.50 para ambas variables, mientras que Elastic Net registró un 

rendimiento marcadamente inferior, especialmente para la biomasa fresca (R² = 0.004), 

acompañado de los errores más elevados. 
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Durante marzo, todos los modelos mostraron una reducción considerable en la capacidad 

predictiva; sin embargo, RF continuó ofreciendo los valores más altos de R², tanto para 

la biomasa fresca (0.071) como para la seca (0.067). Los resultados de SVM y Elastic Net 

fueron similares entre sí y se mantuvieron en niveles muy bajos de ajuste, sin superar un 

R² de 0.04 en ninguno de los casos. En conjunto, los resultados reflejan que RF mantiene 

una ventaja relativa frente a los demás algoritmos, aun cuando el nivel de predicción 

disminuye notablemente en este segundo mes de evaluación. 

Tabla 2. Rendimiento de modelos de predicción para cada mes y área evaluada. 

Mes Modelo AGB R2 MAE RMSE 

Febrero 

RF 
Fresco 0.569 0.280 0.354 

Seco 0.550 0.033 0.043 

SVM 
Fresco 0.498 0.294 0.383 

Seco 0.500 0.035 0.045 

Elastic Net 
Fresco 0.004 0.393 1.951 

Seco 0.005 0.047 0.218 

Marzo 

RF 
Fresco 0.071 0.398 0.470 

Seco 0.067 0.097 0.126 

SVM 
Fresco 0.026 0.410 0.481 

Seco 0.000 0.097 0.130 

Elastic Net 
Fresco 0.023 0.424 0.482 

Seco 0.036 0.099 0.128 

 

3.4. Selección de variables para predicción de AGB 

Las Figuras 7 y 8 muestran la importancia normalizada de las variables predictoras 

empleadas en los modelos Random Forest para estimar biomasa fresca y seca en el área 

de Tiopampa durante los meses de febrero y marzo. Los valores de importancia fueron 

estandarizados en un rango de [0–1], permitiendo comparar de manera consistente el 

aporte relativo de cada métrica estructural derivada del LiDAR sobre el desempeño 

predictivo de los modelos. 

Para febrero (Figura 7), las métricas estructurales HMAX y TOT_FIRST destacan como 

las variables con mayor contribución en ambos tipos de biomasa, alcanzando valores 

próximos a 1. Estas métricas, asociadas con la altura máxima del dosel y el retorno total 

de pulsos láser, respectivamente, reflejan la influencia dominante de la estructura vertical 

y la densidad del follaje en la acumulación de biomasa. Asimismo, métricas como H15, 

RET_1_ABV_MIN y H01 muestran una relevancia moderada (entre 0.20 y 0.45), 

indicando que los percentiles intermedios y las características del retorno inicial también 
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aportan información útil para la explicación de la variabilidad en la biomasa. En contraste, 

variables como HKUR y HSKE presentan valores de importancia considerablemente 

menores (inferiores a 0.15), lo cual sugiere una contribución limitada del componente de 

curvatura y forma del dosel en este mes, probablemente debido a la baja heterogeneidad 

estructural del pastizal durante la temporada evaluada. 

Figura 7 Importancia normalizada de las variables predictoras en los modelos Random 

Forest para la estimación de biomasa fresca y seca correspondientes al mes de febrero en 

Tiopampa. 

 

En marzo (Figura 8), el patrón de importancia exhibe cambios notorios. La métrica 

ALL_ABV_MIN emerge como la variable dominante para biomasa fresca y seca, con 

valores cercanos a 1.0, reflejando la sensibilidad del modelo a la densidad y distribución 

de retornos por encima del nivel mínimo del dosel. De forma consistente, HMAX y HSKE 

mantienen una alta importancia (entre 0.70 y 0.90), lo que indica que la altura dominante 

y la forma del perfil vertical adquieren un papel más significativo conforme avanza la 

temporada. Otras métricas como HCV, H01 y TOT_ALL registran niveles de importancia 

intermedios, mostrando su aporte complementario en la caracterización tridimensional 

del pastizal. Finalmente, variables como HKUR y H10 presentan valores reducidos 

(menores a 0.25), consolidando su menor influencia en la predicción de biomasa durante 

este mes. 
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En conjunto, los resultados sugieren que, en Tiopampa, la capacidad predictiva de los 

modelos está principalmente asociada a métricas de altura y acumulación de retornos 

LiDAR, mientras que las métricas asociadas a la curvatura y dispersión del dosel 

presentan una relevancia secundaria. Este comportamiento es consistente con superficies 

herbáceas donde la estructura vertical, aunque limitada, continúa siendo el principal  

Figura 8 Importancia normalizada de las variables predictoras en los modelos Random 

Forest para la estimación de biomasa fresca y seca correspondientes al mes de marzo en 

Tiopampa. 

 

 

3.5. Generación de grillas de muestreo a partir de procesamiento LiDAR 

Una vez obtenidas y procesadas las nubes de puntos para todas las parcelas, esta etapa se 

trabajó de manera individual debido a la variabilidad espacial y estructural de cada unidad 

de muestreo. Aunque el procesamiento preliminar se realizó sobre el conjunto completo 

por cuadrantes, la construcción de las grillas de muestreo requería delimitar con precisión 

el área efectiva de cada parcela. Para ello, se utilizaron los archivos previamente 

recortados en LiDAR 360, donde se eliminaron árboles, arbustos y estructuras ajenas a la 

cobertura objetivo (Figura 9). Este filtrado permitió conservar únicamente los puntos 

correspondientes a la vegetación herbácea, garantizando que las unidades de análisis 

representaran fielmente la estructura del forraje disponible. 
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Figura 9 Proceso de limpieza de nube de puntos en LiDAR 360. 

 

Con las nubes ya depuradas, se generó un polígono envolvente (convex hull) a partir de 

la distribución espacial de los puntos LiDAR. Este polígono definió la extensión real del 

terreno capturado por el escáner terrestre y fue ampliado ligeramente mediante un buffer 

de 1 metro para asegurar la inclusión completa de los bordes de la parcela. Sobre esta 

superficie delimitada se construyó una grilla regular de 1 × 1 metro, concebida como la 

unidad mínima de análisis espacial para el cálculo de métricas LiDAR y la posterior 

estimación de biomasa. 

La grilla generada fue intersectada con el polígono de la nube de puntos con el fin de 

conservar únicamente las celdas ubicadas dentro del área efectiva de la parcela. A cada 

celda resultante se le asignó un identificador único (FID), lo que favoreció su manejo en 

las etapas subsecuentes del análisis, particularmente en la normalización de alturas, el 

cálculo de métricas y la aplicación de los modelos de predicción de biomasa fresca y seca 

(Figura 10). 
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Figura 10 Grilla de 1 x 1 m generada dentro del polígono de la nube de puntos filtrada 

para el mes de febrero. 
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Figura 11 Grilla de 1 x 1 m generada dentro del polígono de la nube de puntos filtrada 

para el mes de marzo. 
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3.6. Comparación estadística entre meses (t-test de Welch) 

La prueba de Welch aplicada a la biomasa fresca no mostró diferencias significativas 

entre febrero y marzo (t = −0.45, gl = 41.0, p = 0.653), lo cual indica que la variabilidad 

observada responde principalmente a la heterogeneidad espacial del pastizal. 

En contraste, la biomasa seca presentó diferencias significativas entre meses (t = −2.53, 

gl = 30.81, p = 0.016), evidenciando un incremento real de la fracción seca durante marzo. 

Este resultado coincide con los patrones de madurez vegetativa y acumulación estructural 

asociados al periodo evaluado. 

Indicador 
Febrero  

(n=30) 

Marzo  

(n=30) 

Biomasa fresca (g) 95.10 105.80 

Desviación estándar 39.94 49.52 

Biomasa seca (g) 12.93 30.83 

Desviación estándar 6.38 21.43 

Las Figuras 12 y 13 muestran los boxplots comparativos y las distribuciones de densidad 

para ambos meses. 

Figura 12 Comparación de biomasa fresca entre los meses de febrero y marzo. 
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Figura 13 Comparación de biomasa seca entre los meses de febrero y marzo. 

 

3.7. Predicción de biomasa 

Las figuras presentan los meses de febrero y marzo, tanto para biomasa fresca como para 

biomasa seca, muestran la distribución espacial de la biomasa aérea (AGB) estimada 

mediante el modelo entrenado con datos de campo en Tiopampa. Cada píxel empleado 

en los mapas de predicción corresponde a un área aproximada de 0,1 m², lo que permite 

obtener una representación de alta resolución para caracterizar la variabilidad espacial de 

la biomasa en las parcelas evaluadas. 

La Figura 14 presentada corresponde específicamente al mes de febrero y representa la 

predicción de biomasa fresca. En ella se aprecia la heterogeneidad interna de las parcelas 

mediante ampliaciones de P1, P5 y P9. En P1, los valores predichos de AGB varían entre 

1.84 y 8.19 g/pix; en P5, la biomasa oscila entre 3.46 y 7.63 g/pix; y en P9 se observa la 

mayor amplitud, con valores entre 2.08 y 10.03 g/pix. Estos rangos evidencian diferencias 

marcadas en la concentración de biomasa y permiten identificar patrones espaciales 

distintivos en cada unidad de muestreo. 
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Figura 14. Prediccion de AGB biomasa fresca para el mes de febrero. 

 

La Figura 15 corresponde al mes de febrero y muestra la predicción de biomasa seca Se 

observa. En ella se aprecia una variabilidad espacial notable dentro de las parcelas 

evaluadas, lo cual puede observarse con mayor detalle en las ampliaciones de P2, P7 y 

P8. En la parcela P2, los valores estimados de AGB se sitúan entre 0.27 y 1.13 g/pix; en 

P7, los valores fluctúan entre 0.33 y 1.32 g/pix; mientras que en P8 se registran rangos 

comprendidos entre 0.29 y 1.15 g/pix. 
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Figura 15. Prediccion de AGB biomasa seca para el mes de febrero 

 

De igual manera para el mes de marzo, la Figura 16 y 17 muestran la estimación de AGB 

en fresco y seco, respectivamente.  La Figura 16 correspondiente a marzo para biomasa 

fresca muestra un incremento notable en la variabilidad espacial de la AGB respecto al 

mes anterior. Las ampliaciones de las parcelas P3, P6 y P8 permiten apreciar con claridad 

estos contrastes. En P3, los valores estimados oscilan entre 3.74 y 32.96 g/pix, 

evidenciando una amplia heterogeneidad y zonas con alta acumulación de biomasa. En 

P6, los valores fluctúan entre 6.83 y 15.49 g/pix, con un predominio de rangos 

intermedios que reflejan un crecimiento relativamente uniforme. En P8, los valores se 

sitúan entre 2.21 y 4.73 g/pix, mostrando menores acumulaciones de biomasa en 

comparación con las dos parcelas anteriores. Estas diferencias reflejan las condiciones 

diferenciadas del pastizal en marzo, resaltando áreas con mayor vigor y otras con menor 

densidad de cobertura vegetal. 
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Figura 16. Prediccion de AGB biomasa fresca para el mes de marzo. 

 

La Figura 17 correspondiente a la biomasa seca en marzo expone una distribución más 

homogénea en comparación con la biomasa fresca, aunque mantiene variaciones internas 

entre parcelas. Las ampliaciones de P2, P8 y P5 permiten detallar esta variabilidad. En 

P2, los valores predichos varían entre 1.08 y 2.17 g/pix, mostrando un gradiente suave y 

patrones bien definidos. En P8, la biomasa seca fluctúa entre 1.10 y 2.36 g/pix, 

presentando una distribución relativamente uniforme y rangos ligeramente superiores 

respecto a P2. Finalmente, en P5, los valores se ubican entre 1.19 y 1.89 g/pix, 

constituyendo uno de los rangos más estrechos, lo que sugiere menor variabilidad interna. 

En conjunto, estos resultados permiten caracterizar la disponibilidad de biomasa seca en 

marzo, reflejando diferencias en la estructura del pastizal y en la dinámica de acumulación 

respecto a la biomasa fresca.  
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Figura 17. Prediccion de AGB biomasa seca  para el mes de marzo 

 

Del mismo modo, la cuantificación de las superficies asignadas a cada rango permitió 

determinar el volumen total de biomasa, expresado en kg/ha, correspondiente a cada mes 

analizado. En consecuencia, se estimaron 530.713 y 356.562 kg/ha de AGB fresca para 

febrero y marzo, respectivamente, así como 175.534 y 400.887 kg/ha de AGB seca en 

esos mismos periodos (véase Anexo 5-8). Estos resultados complementan la lectura 

espacial presentada en las figuras y ofrecen una visión más completa del estado del 

recurso forrajero en ambos meses, facilitando la interpretación de las variaciones 

temporales en la disponibilidad de biomasa. 
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IV. DISCUSIÓN 

Los resultados obtenidos en este estudio permiten analizar de manera integral la 

capacidad del LiDAR terrestre y de los modelos de aprendizaje automático para estimar 

la biomasa aérea en un sistema silvopastoril altoandino, aportando evidencia sólida sobre 

su utilidad y limitaciones en ecosistemas herbáceos de alta variabilidad estructural. En 

concordancia con el objetivo general de esta investigación desarrollar y evaluar un 

modelo no destructivo para la predicción de biomasa mediante métricas estructurales 

LiDAR los hallazgos confirman que la caracterización tridimensional del dosel constituye 

una herramienta precisa para describir la estructura y la productividad de los pastizales 

(Medina-medina et al., 2025). Esta información es particularmente relevante para la 

gestión ganadera, ya que posibilita aplicaciones concretas como el ajuste de la carga 

animal en función de la disponibilidad real de forraje, la programación de rotaciones de 

pastoreo basadas en la recuperación estructural del pastizal y la detección temprana de 

procesos de sobrepastoreo o compactación asociados a reducciones abruptas de biomasa. 

En términos de desempeño, el algoritmo Random Forest mostró los valores más altos de 

R², lo cual se explica por su capacidad para capturar relaciones no lineales y manejar 

interacciones complejas entre múltiples métricas estructurales, además de su robustez 

frente a la multicolinealidad y a la presencia de ruido en los datos. Por el contrario, el 

modelo Elastic Net presentó el rendimiento más bajo, principalmente debido a su 

naturaleza lineal y a la penalización conjunta (L1–L2), que tiende a simplificar 

excesivamente la estructura de predictores, limitando su capacidad para representar la 

heterogeneidad vertical de los pastizales. Asimismo, el análisis de los errores de 

predicción revela que los modelos tienden a subestimar los valores altos de biomasa y a 

sobreestimar los valores bajos, un patrón común en ecosistemas con variación estructural 

marcada, donde la saturación de métricas de altura y la dispersión del dosel afectan la 

sensibilidad del modelo en ambos extremos de la distribución. Los resultados muestran 

un aumento notable de la biomasa fresca durante el segundo mes de monitoreo, con 

incrementos que oscilaron aproximadamente entre el 12 % y el 18 % en los cuadrantes 

con mayor respuesta productiva, como C4.2 y C5.1. Si bien el análisis exploratorio refleja 

una tendencia consistente al alza, esta variación no alcanzó significancia estadística 

debido a la alta heterogeneidad espacial y al tamaño muestral, por lo que los patrones 

observados deben interpretarse como indicativos, pero no concluyentes. Este 

comportamiento coincide con investigaciones previas que reportan incrementos 
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estacionales de productividad vinculados a una mayor disponibilidad hídrica y al rebrote 

activo en pastizales de montaña (Huertas et al., 2021; Manasa et al., 2024). En contraste, 

la biomasa seca se mantuvo relativamente estable entre ambos periodos, lo que sugiere 

que la fracción estructural de la vegetación posee una dinámica más lenta y menos 

sensible a variaciones microclimáticas de corto plazo. Esta divergencia entre biomasa 

fresca y seca refuerza la importancia de considerar el contenido de humedad como un 

indicador clave para comprender la respuesta inmediata de los pastizales a las condiciones 

ambientales. 

Por otra parte, las menores cantidades de biomasa observadas en unidades como C9.3 y 

C10.2 pueden asociarse a factores edáficos y antrópicos, como mayor exposición solar, 

menor retención de humedad o tránsito ganadero intensivo. Este tipo de heterogeneidad 

espacial es típica de los sistemas pastoriles altoandinos, donde la presión de uso genera 

mosaicos de vegetación con distintos niveles de vigor, degradación y compactación del 

suelo (Peri et al., 2024; Samamé Saavedra, 2023b). 

El análisis de correlación revela asociaciones consistentes y significativas entre las 

métricas de altura derivadas del LiDAR (HMAX, H10, H15) y la biomasa fresca y seca 

en ambos meses. Este comportamiento coincide con trabajos recientes que destacan la 

utilidad de la altura dominante y los percentiles del dosel como predictores robustos de 

biomasa en sistemas herbáceos y arbustivos (Assiri et al., 2023; de Nobel et al., 2023; Q. 

Xu et al., 2023). 

La estabilidad en las correlaciones entre febrero y marzo indica que la estructura vertical 

del dosel, aun siendo limitada en pastizales de corta altura, representa un componente 

clave en la acumulación de biomasa. Las métricas relacionadas con la dispersión vertical 

(HCV) y la curvatura de retornos (HKUR) mostraron correlaciones moderadas, lo cual 

sugiere que la complejidad estructural del pastizal, aunque menor que en sistemas 

forestales, sigue otorgando información adicional que mejora la sensibilidad de los 

modelos predictivos. Esta consistencia respalda uno de los principios centrales de la 

teledetección activa: la biomasa herbácea se asocia directamente con la distribución de 

retornos, el volumen ocupado por la vegetación y la penetración del pulso láser en 

distintos niveles de altura (A. Chen et al., 2023; K. Xu et al., 2020). 
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Los resultados muestran diferencias notables entre los modelos evaluados. En febrero, 

Random Forest presentó el mejor desempeño, lo cual es coherente con su capacidad para 

manejar multicolinealidad, capturar relaciones no lineales y adaptarse a datos 

estructurales con alta variabilidad (Compeán-Aguirre & López-Serrano, 2024; Thapa et 

al., 2025). Este patrón confirma la robustez del RF en estudios de estimación de biomasa 

tanto herbácea como leñosa. 

Por el contrario, Elastic Net mostró un desempeño limitado, particularmente en biomasa 

fresca, posiblemente debido a la naturaleza lineal del método y su menor capacidad para 

modelar interacciones complejas entre las métricas LiDAR. Este comportamiento ha sido 

reportado en otros estudios donde los predictores presentan correlaciones no lineales o 

distribuciones sesgadas (Medina-medina et al., 2025; Pinedo et al., 2025). 

En marzo todos los algoritmos experimentaron una disminución en rendimiento. Esta 

caída puede explicarse por mayor variabilidad espacial en la estructura del pastizal, 

característica del avance de la temporada, así como también la reducción de la biomasa 

total, que genera menor contraste entre unidades de muestreo e incluso el aumento del 

ruido asociado a condiciones microclimáticas cambiantes, como reducción de humedad 

superficial o compactación. Estos factores han sido ampliamente documentados en 

investigaciones sobre pastizales estacionales, donde la predictibilidad disminuye 

conforme las condiciones ambientales homogenizan los atributos estructurales de la 

vegetación (Vahidi et al., 2023; Zhao et al., 2024). 

Las Figuras 7 y 8 evidencian un cambio temporal en las métricas más relevantes para 

explicar la biomasa. En febrero predominan HMAX y TOT_FIRST, lo que coincide con 

un pastizal de mayor vigor vertical. En marzo, ALL_ABV_MIN y HSKE emergen como 

variables dominantes, lo cual refleja un ajuste del modelo hacia la densidad y la forma 

del dosel más que hacia la altura absoluta, este cambio sugiere que, durante periodos de 

mayor crecimiento, las métricas de altura capturan de forma eficiente la acumulación de 

biomasa y en periodos de menor productividad, la estructura volumétrica y la distribución 

de retornos sobre el nivel mínimo se vuelven predictores más sensibles. Estos 

comportamientos son compatibles con estudios que indican que los percentiles bajos y 

las métricas integrales de retornos se vuelven más relevantes en pastizales con reducida 

altura o en fases de senescencia (Amarsaikhan et al., 2023; Crabbe et al., 2019). 
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Los resultados obtenidos presentan implicancias relevantes para la gestión sostenible del 

recurso forrajero en ecosistemas altoandinos. En primer lugar, la incorporación de LiDAR 

terrestre móvil demostró una capacidad destacada para caracterizar con alta precisión 

superficies reducidas, donde los cambios estructurales ocurren de manera acelerada y con 

marcada heterogeneidad espacial. Esta capacidad resulta especialmente valiosa en 

pastizales sometidos a pastoreo continuo, en los que las variaciones en altura, densidad y 

cobertura vegetal pueden manifestarse en periodos muy cortos. Asimismo, la 

identificación de las métricas con mayor peso predictivo permite orientar el diseño de 

modelos más eficientes y simplificados, lo cual favorece su aplicación en programas de 

monitoreo operativo. Este aspecto es fundamental, dado que la complejidad metodológica 

suele constituir una barrera para la adopción de tecnologías avanzadas en contextos 

rurales. La ausencia de diferencias en biomasa fresca coincide con la variabilidad espacial 

existente dentro de las parcelas, mientras que la significancia encontrada en la biomasa 

seca sugiere un cambio estructural coherente con la fenología del pastizal altoandino. 

Por otro lado, la variabilidad temporal evidenciada en las estimaciones de biomasa resalta 

la importancia de implementar esquemas de monitoreo multitemporal, particularmente 

durante las fases de transición estacional, en las que la dinámica del crecimiento vegetal 

y la presión de pastoreo ejercen efectos más notorios. Un seguimiento de este tipo permite 

capturar la evolución real de la producción forrajera y anticipar escenarios de sobreuso o 

déficit productivo. Finalmente, el uso de tecnologías como el LiDAR móvil contribuye 

de manera significativa a reducir los vacíos de información existentes en los Andes 

peruanos, donde la evaluación de pastizales ha dependido históricamente de métodos 

visuales o estimaciones indirectas (MapBiomas-Amazonia, 2025; MINAM, 2020). Por 

tanto, este enfoque no solo fortalece la toma de decisiones basada en evidencia, sino que 

también abre oportunidades para mejorar las estrategias de manejo adaptativo en sistemas 

pastoriles de alta montaña. 

Los valores estimados a partir de los mapas de predicción construidos con el escáner 

BLK360 profundizan la interpretación de los cambios temporales observados en la 

biomasa. La cuantificación de las superficies clasificadas reveló 530.713 kg/ha de 

biomasa fresca en febrero y 356.562 kg/ha en marzo, lo que coincide con la tendencia 

estacional descrita en estudios previos, donde las condiciones de mayor humedad 

favorecen la acumulación inicial de forraje (Huertas et al., 2021; Manasa et al., 2024). En 
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contraste, la biomasa seca pasó de 175.534 kg/ha en febrero a 400.887 kg/ha en marzo, 

reflejando el avance hacia fases de maduración y senescencia del pastizal, un patrón 

ampliamente documentado en ecosistemas pastoriles altoandinos sometidos a 

variabilidad climática y presión de pastoreo (Herrera Posada & Aristizábal, 2022; Peri et 

al., 2024). El empleo del BLK360, mediante registros realizados desde una altura fija y 

distribuidos en 10 escaneos por mes, permitió obtener una caracterización tridimensional 

detallada del dosel, lo cual enriqueció la estimación del volumen y la densidad de la 

vegetación. La comparación con datos de campo mediante cortes destructivos confirmó 

un desempeño adecuado del modelo Random Forest (R² = 0.57), comportamiento 

coherente con investigaciones que destacan la solidez de este algoritmo en contextos con 

elevada heterogeneidad vertical y relaciones no lineales entre la estructura del dosel y la 

biomasa (Compeán-Aguirre & López-Serrano, 2024; Medina-medina et al., 2025; Thapa 

et al., 2025). Estos resultados demuestran que los sistemas de teledetección activa basados 

en LiDAR terrestre pueden integrarse eficazmente a los métodos tradicionales de 

monitoreo, ampliando la capacidad para detectar cambios sutiles en la disponibilidad de 

biomasa y complementando la información estructural descrita anteriormente. 
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V. CONCLUSIONES 

Los resultados de la investigación confirman que el LiDAR terrestre móvil constituye una 

herramienta eficaz para la caracterización estructural de pastizales altoandinos, 

permitiendo describir con precisión atributos clave del dosel como la altura dominante, 

la variabilidad vertical y la distribución de retornos. La integración de estas métricas con 

mediciones destructivas de campo posibilitó la estimación de biomasa aérea (AGB), con 

un desempeño moderado durante febrero y una reducción en la capacidad predictiva en 

marzo, atribuida a la heterogeneidad espacial del pastizal y a la dinámica fenológica 

asociada al manejo y al pastoreo. 

En cuanto al modelamiento, Random Forest se consolidó como el mejor algoritmo, 

mostrando la mayor capacidad explicativa y la mayor estabilidad entre meses. Las 

métricas de altura (HMAX), variabilidad vertical (HCV) y curtosis (HKUR) fueron 

consistentemente las variables más relevantes, lo que evidencia que la estructura 

tridimensional capturada por el LiDAR proporciona información suficiente para modelar 

patrones de biomasa en sistemas herbáceos de baja altura. Por el contrario, Elastic Net 

presentó el desempeño más bajo, probablemente debido a su carácter lineal y a la fuerte 

colinealidad entre las métricas LiDAR, lo que limita su capacidad para representar 

relaciones no lineales propias de estos ecosistemas. La caracterización detallada lograda 

mediante el LiDAR móvil permitió detectar variaciones finas en altura y densidad del 

dosel, aspecto fundamental para estimaciones precisas de biomasa a escalas de parcela. 

Este enfoque resulta especialmente valioso en paisajes altoandinos, donde la pendiente, 

el microclima y la actividad ganadera generan cambios abruptos y espacialmente 

heterogéneos en la vegetación. Asimismo, la comparación multitemporal entre febrero y 

marzo evidenció que la biomasa aérea responde de forma marcada a los ciclos 

estacionales. Estas variaciones refuerzan la necesidad de implementar esquemas de 

monitoreo continuo que permitan anticipar periodos de baja productividad, ajustar la 

carga animal y optimizar la rotación de potreros, contribuyendo a una gestión más 

sostenible del recurso forrajero. El principal aporte metodológico de este estudio radica 

en la combinación sistemática de LiDAR terrestre móvil, georreferenciación de alta 

precisión con RTK y muestreo destructivo espacialmente vinculado, lo que permitió 

generar un marco reproducible para la estimación de AGB en pastizales de montaña. Esta 

aproximación integrada ofrece una alternativa sólida frente a los métodos tradicionales, 
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facilita la toma de decisiones basada en evidencia y sienta las bases para la 

implementación de modelos más robustos en sistemas ganaderos andinos. 

En conjunto, los resultados permiten concluir que la integración de métricas estructurales 

LiDAR con algoritmos de aprendizaje automático constituye una estrategia confiable para 

la estimación de biomasa aérea en pastizales altoandinos. El desempeño sobresaliente de 

Random Forest, la identificación de métricas clave como HMAX, ALL_ABV_MIN y 

HSKE, y la sensibilidad temporal observada entre meses confirman que la estructura 

tridimensional del dosel es un predictor sólido de la productividad herbácea. Asimismo, 

se evidencia que la biomasa fresca responde de forma más inmediata a las variaciones 

estacionales, mientras que la fracción seca refleja procesos estructurales más estables, 

coherentes con la fenología del pastizal. Estos hallazgos validan el potencial del LiDAR 

móvil para el monitoreo operativo y subrayan la relevancia de adoptar esquemas 

multitemporales que fortalezcan la gestión sostenible del recurso forrajero en sistemas 

pastoriles de alta montaña. 
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VI. RECOMENDACIONES 

Ampliar el periodo de monitoreo y diversificar la caracterización estructural con 

LiDAR terrestre 

El reducido periodo de observación limitó la posibilidad de evaluar patrones estacionales 

y variaciones interanuales en la estructura del pastizal. Además, la cobertura espacial 

limitada del LiDAR terrestre móvil, aunque altamente precisa, restringe la comprensión 

de la heterogeneidad estructural a nivel de paisaje. Se recomienda ampliar el monitoreo a 

escalas temporales más prolongadas que incluyan fases de crecimiento, senescencia y 

recuperación postpastoreo. Asimismo, futuros trabajos deberían complementar los 

barridos LiDAR terrestres con transectos adicionales y muestreos móviles que amplíen la 

representatividad espacial, integrando además información fenológica, composición 

florística y variables de manejo para mejorar la interpretación ecológica de la estructura 

tridimensional. 

Optimizar la planificación de levantamientos LiDAR en condiciones altoandinas 

La adquisición de datos LiDAR terrestre en ecosistemas de alta montaña requiere una 

planificación rigurosa debido a la presencia de pendientes pronunciadas, variaciones 

microclimáticas, baja estabilidad del terreno y cambios repentinos en la iluminación. 

Estas condiciones pueden afectar la continuidad del escaneo, la geometría del barrido y 

la densidad de puntos obtenida. Por ello, es recomendable realizar los levantamientos 

durante periodos con baja incidencia de neblina, viento moderado y condiciones de 

iluminación uniforme. Además, se sugiere definir rutas de escaneo estratégicas que 

minimicen obstrucciones, aseguren solapes adecuados entre nubes de puntos y reduzcan 

errores geométricos asociados a la topografía compleja. 

Asegurar una georreferenciación precisa y un registro coherente entre nubes de 

puntos 

Es fundamental garantizar que cada adquisición LiDAR cuente con un proceso 

meticuloso de georreferenciación y registro espacial, dado que estos pasos determinan la 

exactitud de las métricas estructurales obtenidas. Se recomienda emplear puntos de 

referencia distribuidos adecuadamente y capturados con sistemas GNSS de alta precisión, 

junto con procedimientos de alineamiento robustos que permitan corregir 
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desplazamientos entre escaneos consecutivos. Una correcta combinación de estos 

elementos asegura una integración fiable con otros conjuntos de datos y reduce errores 

acumulativos en el análisis, mejorando la consistencia de los modelos de estimación de 

biomasa en diferentes condiciones topográficas y ambientales. 

Implementar protocolos estandarizados para la depuración y clasificación de 

nubes de puntos 

La calidad de las métricas estructurales derivadas del LiDAR terrestre depende en gran 

medida de un procesamiento cuidadoso de la nube de puntos. Se recomienda establecer 

protocolos estandarizados para la eliminación de ruido, filtrado de ecos no deseados y 

clasificación automatizada y manual de puntos (por ejemplo, suelo, vegetación baja y 

elementos no vegetales). Estandarizar estos procedimientos aumenta la reproducibilidad 

entre campañas y disminuye la variabilidad técnica, uno de los principales factores que 

puede afectar el modelamiento de biomasa. Además, la incorporación de algoritmos 

avanzados de segmentación y detección de estructura fina permitiría capturar atributos 

complementarios del pastizal, especialmente en áreas con alta densidad de pastos o 

cobertura heterogénea. 

Integrar métricas LiDAR con información de manejo y condiciones edáficas  

Es recomendable complementar la información estructural con datos relacionados al uso 

y manejo del pastizal. Variables como la carga animal, frecuencia de pastoreo, historial 

de quemas, humedad del suelo o contenido de materia orgánica pueden contribuir a 

interpretar adecuadamente los patrones detectados en la estructura tridimensional. La 

integración de estas dimensiones permitiría desarrollar modelos más robustos y 

transferibles a otras zonas altoandinas, facilitando el diseño de estrategias de gestión 

sostenible basadas en evidencia. 
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ANEXOS 

Anexo 1  

Tabla 3. Medición de cuadrantes para el mes de febrero (24/02/2025). 

    Medición Promedio 

PARCELA CUADRANTE 1 (cm) 2 (cm) 3 (cm) 4 (cm) 5 (cm) cm 

P1 

C1.1 20.5 29.6 10.4 25.6 9 19.02 

C1.2 0 0 0 21.6 0 4.32 

C1.3 9.5 24.8 0 39.6 31.3 21.04 

P2 

C2.1 6.5 7.4 8.6 10.4 17.6 10.1 

C2.2 6.8 11.4 10.7 5 11.6 9.1 

C2.3 10.4 12.7 6.8 8.5 10.9 9.86 

P3 

C3.1 12.6 9.8 12.5 9.4 13.8 11.62 

C3.2 6.3 13.4 9.5 25.2 24.5 15.78 

C3.3 8.5 15.8 13.2 22.2 18.2 15.58 

P4 

C4.1 38.5 53.8 59.6 57.2 48.8 51.58 

C4.2 44.7 38.2 37.5 50.2 43 42.72 

C4.3 29.4 31.3 11.3 34.3 35.8 28.42 

P5 

C5.1 41.5 18.7 27.8 32.2 28.7 29.78 

C5.2 11.7 15.8 18.2 17.7 16.4 15.96 

C5.3 22.4 21.2 33.7 27.3 21.3 25.18 

P6 

C6.1 18.6 12.4 0 10.2 16.7 11.58 

C6.2 0 0 10.1 8.3 12.7 6.22 

C6.3 0 0 7.1 18.7 7.8 6.72 

P7 

C7.1 35.5 24.6 13.2 0 20.8 18.82 

C7.2 20.4 17.8 21.3 20.6 19.6 19.94 

C7.3 8.8 12.3 17.9 14.7 23.1 15.36 

P8 

C8.1 24.2 28.8 39.5 38.7 29.4 32.12 

C8.2 42.5 29.7 51.2 28.6 37.5 37.9 

C8.3 39.5 41.2 42.8 32.7 48.3 40.9 

P9 

C9.1 53.2 37.5 33.7 52.8 43.5 44.14 

C9.2 46.5 61.7 69.8 56.2 60.6 58.96 

C9.3 65.2 43.6 51.2 46.1 51.6 51.54 

P10 

C10.1 53.3 45.3 49.2 41.6 45.8 47.04 

C10.2 62.7 36.2 40.5 54.3 48.6 48.46 

C10.3 36.5 48.6 52.2 33.8 47.5 43.72 
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Anexo 2 

Tabla 4 Medición peso fresco y seco para el mes de febrero (24/02/2025). 

Parcela ID_Muestra Peso_Fresco_g Peso_Seco_g Área_m2 Altura_cm Cobertura_% 

P1 C11 65 10 0.05 19.02 5 

C12 55 9 0.05 4.32 5 

C13 94 17 0.05 21.04 5 

P2 C2.1 35 5 0.05 10.1 5 

C2.2 30 5 0.05 9.1 5 

C2.3 45 6 0.05 9.86 5 

P3 C3.1 69 12 0.05 11.62 5 

C3.2 74 9 0.05 15.78 5 

C3.3 103 15 0.05 15.58 5 

P4 C4.1 144 20 0.05 51.58 5 

C4.2 139 15 0.05 42.72 5 

C4.3 92 10 0.05 28.42 5 

P5 C5.1 101 12 0.05 29.78 5 

C5.2 73 10 0.05 15.96 5 

C5.3 118 13 0.05 25.18 5 

P6 C6.1 45 7 0.05 11.58 5 

C6.2 34 6 0.05 6.22 5 

C6.3 24 4 0.05 6.72 5 

P7 C7.1 109 15 0.05 18.82 5 

C7.2 118 16 0.05 19.94 5 

C7.3 121 17 0.05 15.36 5 

P8 C8.1 35 7 0.05 32.12 5 

C8.2 50 7 0.05 37.9 5 

C8.3 35 4 0.05 40.9 5 

P9 C9.1 165 21 0.05 44.14 5 

C9.2 200 28 0.05 58.96 5 

C9.3 209 27 0.05 51.54 5 

P10 C10.1 179 21 0.05 47.04 5 

C10.2 192 22 0.05 48.46 5 

C10.3 100 18 0.05 43.72 5 
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Anexo 3 

Tabla 5 Medición de cuadrantes para el mes de marzo (24/03/2025). 

    Medición Promedio 

PARCELA CUADRANTE 1 
(cm) 

2 (cm) 3 
(cm) 

4 (cm) 5 (cm) cm 

P1 C1.1 44 44 40 21 58 41.4 

C1.2 40 52 41 39 39 42.2 

C1.3 42 33 43 44 40 40.4 

P2 C2.1 10 12 18 20 29 17.8 

C2.2 11 17 21 10 20 15.8 

C2.3 15 20 14 17 15 16.2 

P3 C3.1 20 31 45 30 31 31.4 

C3.2 28 25 23 35 50 32.2 

C3.3 40 38 46 57 40 44.2 

P4 C4.1 41 80 75 77 80 70.6 

C4.2 90 95 70 75 92 84.4 

C4.3 40 65 15 25 35 36 

P5 C5.1 35 37 40 44 50 41.2 

C5.2 15 25 28 35 37 28 

C5.3 30 35 60 55 53 46.6 

P6 C6.1 38 20 30 50 30 33.6 

C6.2 40 35 30 45 48 39.6 

C6.3 26 30 34 20 25 27 

P7 C7.1 0 0 0 0 0 0 

C7.2 0 0 0 0 0 0 

C7.3 0 0 0 0 0 0 

P8 C8.1 18 34 45 35 30 32.4 

C8.2 50 45 33 20 55 40.6 

C8.3 35 40 33 25 37 34 

P9 C9.1  10 9   5 7  10   10.25 

C9.2  8  8  10 9  10   11.25 

C9.3  11 8  7  10  10   11.5 

P10 C10.1  11 12  14  8  11   14 

C10.2 12 11  12  10  10   13.75 

C10.3 10   9 12   13  11 13.75  
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Anexo 4 

Tabla 6 Medición peso fresco y seco para el mes de marzo (24/03/2025). 

Parcela 
ID 

Muestra 
Peso_Fresco_g Peso_Seco_g Área_m2 Altura_cm Cobertura_% 

P1 

C11 133 33 0.05 41.4 5 

C12 156 35 0.05 42.2 5 

C13 138 33 0.05 40.4 5 

P2 

C2.1 62 18 0.05 18.8 5 

C2.2 33 11 0.05 15.8 5 

C2.3 34 11 0.05 16.2 5 

P3 

C3.1 154 37 0.05 31.4 5 

C3.2 88 29 0.05 32.2 5 

C3.3 189 49 0.05 44.2 5 

P4 

C4.1 298 119 0.05 70.6 5 

C4.2 598 179 0.05 84.4 5 

C4.3 192 66 0.05 36 5 

P5 

C5.1 108 33 0.05 41.2 5 

C5.2 58 24 0.05 28 5 

C5.3 78 26 0.05 46.6 5 

P6 

C6.1 128 32 0.05 33.6 5 

C6.2 63 15 0.05 39.6 5 

C6.3 74 22 0.05 27 5 

P7 

C7.1 12 0 0.05 12 5 

C7.2 15 0 0.05 8 5 

C7.3 14 0 0.05 9 5 

P8 

C8.1 73 29 0.05 32.4 5 

C8.2 145 49 0.05 40.6 5 

C8.3 203 64 0.05 34 5 

P9 

C9.1 20 2 0.05 15 5 

C9.2 25 4 0.05 14 5 

C9.3 24 3 0.05 16 5 

P10 

C10.1 18 2 0.05 12 5 

C10.2 16 1 0.05 18 5 

C10.3 18 2 0.05 12 5 

 

 

 

 

 

 



68 
 

Anexo 5 

Tabla 7 Estimación de AGB para Tiopampa – febrero/fresco. 

Parcela 1 

Estimación de AGB Tiopampa (febrero-fresco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 1.845 2.835 8.292 0.00083 0.001 0.0152987 0.1529874 0.0235078 0.2350782 

2 2.84 3.285 15.232 0.00152 0.001 0.0432589 0.4325888 0.0500371 0.5003712 

3 3.29 3.73 17.254 0.00173 0.001 0.0567657 0.5676566 0.0643574 0.6435742 

4 3.735 4.205 12.391 0.00124 0.001 0.0462804 0.4628039 0.0521042 0.5210416 

5 4.21 4.705 11.044 0.00110 0.001 0.0464952 0.4649524 0.051962 0.5196202 

6 4.71 5.225 7.446 0.00074 0.001 0.0350707 0.3507066 0.0389054 0.3890535 

7 5.23 5.75 6.835 0.00068 0.001 0.0357471 0.3574705 0.0393013 0.3930125 

8 5.755 6.35 5.711 0.00057 0.001 0.0328668 0.3286681 0.0362649 0.3626485 

9 6.355 6.995 4.357 0.00044 0.001 0.0276887 0.2768874 0.0304772 0.3047722 

10 7 8.195 3.163 0.00032 0.001 0.0221410 0.22141 0.0259208 0.2592079 

TOTAL 91.725 0.0091725     3.6161316   4.1283799 

Parcela 2 

Estimación de AGB Tiopampa (febrero-fresco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 1.815 2.705 10.447 0.00182 0.001 0.0189613 0.1896131 0.0282591 0.2825914 

2 2.71 3.18 18.223 0.00219 0.001 0.0493843 0.4938433 0.0579491 0.5794914 
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3 3.185 3.625 21.935 0.00163 0.001 0.069863 0.6986298 0.0795144 0.7951438 

4 3.63 4.125 16.282 0.00148 0.001 0.0591039 0.5910386 0.0671635 0.6716348 

5 4.13 4.645 14.828 0.00103 0.001 0.0612391 0.6123915 0.0688755 0.6887551 

6 4.65 5.17 10.307 0.00090 0.001 0.0479256 0.4792559 0.053285 0.5328501 

7 5.175 5.715 9.046 0.00064 0.001 0.0468133 0.4681333 0.0516982 0.516982 

8 5.72 6.285 6.425 0.00046 0.001 0.0367495 0.3674948 0.0403795 0.4037945 

9 6.29 6.91 4.632 0.00029 0.001 0.0291354 0.291354 0.0320073 0.3200725 

10 6.915 8.15 2.888 0.01150 0.001 0.0199713 0.1997127 0.0235381 0.2353808 

TOTAL 115.01243 0.0219578     4.3914668   5.0266963 

Parcela 3 

Estimación de AGB Tiopampa (febrero-fresco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 1.76 2.775 6.462445 0.00065 0.001 0.0113739 0.113739 0.0179333 0.1793328 

2 2.78 3.335 16.461122 0.00165 0.001 0.0457619 0.4576192 0.0548978 0.5489784 

3 3.34 3.84 21.039508 0.00210 0.001 0.070272 0.7027196 0.0807917 0.8079171 

4 3.845 4.35 19.109 0.00191 0.001 0.0734745 0.7347449 0.0831246 0.8312459 

5 4.355 4.91 16.629 0.00166 0.001 0.0724203 0.7242026 0.0816495 0.8164948 

6 4.915 5.495 15.735 0.00157 0.001 0.0773377 0.7733773 0.0864641 0.8646406 

7 5.5 6.055 14.772 0.00148 0.001 0.0812487 0.8124868 0.0894474 0.8944741 

8 6.06 6.615 12.154 0.00122 0.001 0.073653 0.7365297 0.0803984 0.8039841 

9 6.62 7.175 10.888 0.00109 0.001 0.072078 0.7207796 0.0781208 0.7812075 

10 7.18 8.245 6.305 0.00063 0.001 0.0452733 0.4527328 0.0519886 0.5198861 

TOTAL 139.55626 0.0139556     6.2289316   7.0481615 

Parcela 4 
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Estimación de AGB Tiopampa (febrero-fresco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 2.115 3.755 2.156088 0.00022 0.001 0.0045601 0.0456013 0.0080961 0.0809611 

2 3.76 4.455 5.324457 0.00053 0.001 0.02002 0.2001996 0.0237205 0.2372046 

3 4.46 5.095 7.638224 0.00076 0.001 0.0340665 0.3406648 0.0389168 0.3891675 

4 5.1 5.735 10.849 0.00108 0.001 0.05533 0.5533003 0.0622192 0.6221916 

5 5.74 6.285 12.197 0.00122 0.001 0.0700091 0.7000909 0.0766563 0.7665629 

6 6.29 6.77 15.257 0.00153 0.001 0.0959673 0.9596728 0.1032907 1.032907 

7 6.775 7.2 20.750 0.00208 0.001 0.140582 1.4058203 0.1494008 1.4940083 

8 7.205 7.625 17.222 0.00172 0.001 0.1240867 1.2408667 0.13132 1.3132004 

9 7.63 8.325 7.991 0.00080 0.001 0.0609685 0.6096847 0.066522 0.6652195 

10 8.33 9.88 2.154 0.00022 0.001 0.017942 0.1794199 0.0212805 0.2128053 

TOTAL 101.53856 0.0101539     6.2353211   6.8142281 

          

Parcela 5 

Estimación de AGB Tiopampa (febrero-fresco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 3.465 4.33 1.396404 0.00014 0.001 0.0048385 0.0483854 0.0060464 0.0604643 

2 4.335 4.655 6.359803 0.00064 0.001 0.0275697 0.2756975 0.0296049 0.2960488 

3 4.66 4.9 11.535441 0.00115 0.001 0.0537552 0.5375516 0.0565237 0.5652366 

4 4.905 5.145 14.169 0.00142 0.001 0.0695004 0.6950039 0.072901 0.7290102 

5 5.15 5.39 13.609 0.00136 0.001 0.0700839 0.700839 0.0733499 0.7334994 
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6 5.395 5.635 12.632 0.00126 0.001 0.0681519 0.6815192 0.0711837 0.711837 

7 5.64 5.9 10.761 0.00108 0.001 0.0606908 0.6069084 0.0634886 0.6348865 

8 5.905 6.21 6.882 0.00069 0.001 0.0406399 0.4063991 0.042739 0.4273901 

9 6.215 6.62 3.160 0.00032 0.001 0.0196394 0.196394 0.0209192 0.209192 

10 6.625 7.635 1.080 0.00011 0.001 0.007155 0.07155 0.0082458 0.082458 

TOTAL 81.584966 0.0081585     4.2202481   4.450023 

Parcela 6 

Estimación de AGB Tiopampa (febrero-fresco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 3.415 4.705 4.421089 0.00044 0.001 0.015098 0.1509802 0.0208012 0.2080122 

2 4.71 5.01 9.807884 0.00098 0.001 0.0461951 0.4619513 0.0491375 0.491375 

3 5.015 5.265 13.060682 0.00131 0.001 0.0654993 0.6549932 0.0687645 0.6876449 

4 5.27 5.5 16.641 0.00166 0.001 0.087697 0.8769699 0.0915244 0.9152438 

5 5.505 5.725 19.301 0.00193 0.001 0.1062537 1.0625365 0.1104999 1.1049994 

6 5.73 5.96 17.612 0.00176 0.001 0.1009184 1.0091843 0.1049693 1.0496925 

7 5.965 6.235 12.322 0.00123 0.001 0.0734999 0.7349987 0.0768268 0.7682677 

8 6.24 6.54 6.909 0.00069 0.001 0.0431135 0.4311348 0.0451862 0.4518625 

9 6.545 6.915 3.830 0.00038 0.001 0.0250674 0.2506735 0.0264845 0.2648445 

10 6.92 7.745 1.540 0.00015 0.001 0.0106568 0.106568 0.0119273 0.119273 

TOTAL 105.44511 0.0105445     5.7399905   6.0612155 

          

Parcela 7 

Estimación de AGB Tiopampa (febrero-fresco) 
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Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 2.2 4.225 0.565947 0.00006 0.001 0.0012451 0.0124508 0.0023911 0.0239113 

2 4.23 5.115 1.456404 0.00015 0.001 0.0061606 0.0616059 0.0074495 0.0744951 

3 5.12 5.775 2.290752 0.00023 0.001 0.0117287 0.1172865 0.0132291 0.1322909 

4 5.78 6.34 4.629 0.00046 0.001 0.026756 0.26756 0.0293483 0.2934828 

5 6.345 6.815 9.655 0.00097 0.001 0.0612633 0.6126326 0.0658013 0.6580128 

6 6.82 7.205 16.593 0.00166 0.001 0.1131648 1.1316485 0.1195532 1.1955318 

7 7.21 7.59 19.227 0.00192 0.001 0.138625 1.3862498 0.1459311 1.4593115 

8 7.595 8.01 13.689 0.00137 0.001 0.1039662 1.0396618 0.109647 1.0964702 

9 8.015 8.545 6.710 0.00067 0.001 0.0537817 0.5378167 0.057338 0.5733804 

10 8.55 9.795 3.224 0.00032 0.001 0.0275619 0.2756192 0.0315753 0.3157532 

TOTAL 78.039889 0.007804     5.4425317   5.8226398 

          

Parcela 8 

Estimación de AGB Tiopampa (febrero-fresco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 1.755 2.84 2.987512 0.00030 0.001 0.0052431 0.0524308 0.0084845 0.0848453 

2 2.845 3.52 8.115823 0.00081 0.001 0.0230895 0.2308952 0.0285677 0.285677 

3 3.525 4.08 11.127222 0.00111 0.001 0.0392235 0.3922346 0.0453991 0.4539907 

4 4.085 4.64 14.651 0.00147 0.001 0.0598507 0.5985067 0.0679822 0.6798215 

5 4.645 5.2 14.497 0.00145 0.001 0.0673389 0.6733885 0.0753847 0.7538472 

6 5.205 5.73 14.579 0.00146 0.001 0.0758854 0.7588545 0.0835396 0.835396 
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7 5.735 6.26 14.237 0.00142 0.001 0.0816463 0.8164634 0.0891205 0.8912051 

8 6.265 6.76 12.694 0.00127 0.001 0.079531 0.7953097 0.0858147 0.8581474 

9 6.765 7.32 11.200 0.00112 0.001 0.0757652 0.7576525 0.081981 0.8198102 

10 7.325 9.26 4.076 0.00041 0.001 0.0298566 0.2985658 0.0377436 0.3774361 

TOTAL 108.16485 0.0108165     5.3743017   6.0401765 

          

Parcela 9 

Estimación de AGB Tiopampa (febrero-fresco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 2.085 4.17 0.693979 0.00007 0.001 0.0014469 0.0144695 0.0028939 0.0289389 

2 4.175 5.165 1.72325 0.00017 0.001 0.0071946 0.0719457 0.0089006 0.0890059 

3 5.17 5.885 3.458866 0.00035 0.001 0.0178823 0.1788234 0.0203554 0.2035543 

4 5.89 6.445 5.876 0.00059 0.001 0.0346067 0.3460671 0.0378676 0.3786761 

5 6.45 6.88 9.274 0.00093 0.001 0.0598148 0.598148 0.0638025 0.6380246 

6 6.885 7.285 19.359 0.00194 0.001 0.133286 1.3328595 0.1410295 1.4102951 

7 7.29 7.66 18.665 0.00187 0.001 0.1360703 1.360703 0.1429765 1.4297647 

8 7.665 8.13 15.509 0.00155 0.001 0.1188733 1.1887328 0.1260848 1.2608477 

9 8.135 8.72 7.715 0.00077 0.001 0.0627599 0.6275992 0.0672731 0.6727308 

10 8.725 10.03 4.389 0.00044 0.001 0.0382899 0.3828994 0.044017 0.4401698 

TOTAL 86.661352 0.0086661     6.1022476   6.5520078 

          

Parcela 10 

Estimación de AGB Tiopampa (febrero-fresco) 
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Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 2.575 4.02 1.60097 0.00016 0.001 0.0041225 0.041225 0.0064359 0.064359 

2 4.025 4.755 3.617334 0.00036 0.001 0.0145598 0.1455977 0.0172004 0.1720042 

3 4.76 5.41 4.664553 0.00047 0.001 0.0222033 0.2220327 0.0252352 0.2523523 

4 5.415 6.005 6.904 0.00069 0.001 0.0373852 0.3738517 0.0414585 0.4145853 

5 6.01 6.545 10.825 0.00108 0.001 0.0650569 0.6505692 0.0708482 0.7084817 

6 6.55 6.975 15.856 0.00159 0.001 0.1038598 1.0385983 0.1105988 1.1059882 

7 6.98 7.845 20.507 0.00205 0.001 0.1431395 1.4313952 0.1608782 1.6087816 

8 7.35 7.77 17.661 0.00177 0.001 0.1298098 1.2980978 0.1372275 1.3722748 

9 7.775 8.425 9.096 0.00091 0.001 0.0707244 0.7072439 0.076637 0.7663704 

10 8.43 9.815 2.894 0.00029 0.001 0.0243932 0.2439317 0.0284008 0.2840083 

TOTAL 93.626388 0.0093626     6.1525432   6.7492059 

          

          

AGB total del área de estudio        

Min (Kg/ha) Max (Kg/ha)        

483.794 530.713993        
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Anexo 6 

Tabla 8 Estimación de AGB para Tiopampa – marzo/fresco. 

Parcela 1 

Estimación de AGB Tiopampa (marzo-fresco) 

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 9.165 9.98 2.090 0.00021 0.001 0.0191589 0.1915891 0.0208626 0.2086262 

2 9.985 10.28 7.244 0.00072 0.001 0.072331 0.7233099 0.074468 0.7446796 

3 5.285 5.51 14.967 0.00150 0.001 0.0790985 0.7909854 0.082466 0.8246603 

4 5.515 5.705 19.017 0.00190 0.001 0.1048767 1.0487666 0.1084898 1.0848982 

5 5.71 5.92 19.987 0.00200 0.001 0.1141276 1.141276 0.1183249 1.1832493 

6 5.925 6.16 16.824 0.00168 0.001 0.0996796 0.9967961 0.1036331 1.0363315 

7 6.165 6.465 11.504 0.00115 0.001 0.0709227 0.7092268 0.0743739 0.743739 

8 6.47 7.85 63.874 0.00639 0.001 0.4132622 4.1326217 0.5014077 5.0140773 

9 6.79 7.15 43.772 0.00438 0.001 0.297215 2.9721502 0.3129731 3.129731 

10 7.155 8.03 71.190 0.00712 0.001 0.5093645 5.0936445 0.5716557 5.716557 

TOTAL 270.46867 0.0270469     17.800366   19.686549 

Parcela 2 

Estimación de AGB Tiopampa (marzo-fresco) 

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 3.12 4.115 63.624 0.00636 0.001 0.1985056 1.9850562 0.2618111 2.618111 

2 4.12 4.52 56.850 0.00569 0.001 0.234222 2.34222 0.256962 2.56962 



76 
 

3 4.525 4.84 88.470 0.00885 0.001 0.4003264 4.0032637 0.4281944 4.2819439 

4 4.845 5.13 63.602 0.00636 0.001 0.308152 3.0815195 0.3262785 3.2627854 

5 5.135 5.38 16.333 0.00163 0.001 0.0838676 0.8386764 0.0878691 0.8786911 

6 5.385 5.635 22.949 0.00229 0.001 0.1235802 1.2358017 0.1293174 1.2931741 

7 5.64 5.89 22.652 0.00227 0.001 0.1277575 1.2775755 0.1334206 1.3342056 

8 5.895 6.175 17.875 0.00179 0.001 0.1053754 1.0537544 0.1103805 1.1038055 

9 6.18 6.53 79.227 0.00792 0.001 0.489621 4.8962099 0.5173503 5.1735034 

10 6.535 7.43 62.846 0.00628 0.001 0.4107013 4.1070125 0.4669488 4.6694878 

TOTAL 494.42762 0.0494428     24.82109   27.185328 

Parcela 3 

Estimación de AGB Tiopampa (marzo-fresco) 

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 3.74 14.615 78.532808 0.00785 0.001 0.2937127 2.937127 1.147757 11.47757 

2 14.62 14.995 42.953596 0.00430 0.001 0.6279816 6.2798157 0.6440892 6.4408917 

3 15 15.31 9.893596 0.00099 0.001 0.1484039 1.4840394 0.151471 1.5147095 

4 15.315 15.575 14.607736 0.00146 0.001 0.2237175 2.2371748 0.2275155 2.2751549 

5 15.58 20.805 16.198404 0.00162 0.001 0.2523711 2.5237113 0.3370078 3.370078 

6 20.81 21.055 15.446473 0.00154 0.001 0.3214411 3.214411 0.3252255 3.2522549 

7 26.06 26.34 12.902019 0.00129 0.001 0.3362266 3.3622662 0.3398392 3.3983918 

8 26.345 26.655 8.022808 0.00080 0.001 0.2113609 2.1136088 0.2138479 2.1384795 

9 26.66 32.05 54.136404 0.00541 0.001 1.4432765 14.432765 1.7350717 17.350717 

10 32.055 32.965 61.838742 0.00618 0.001 1.9822409 19.822409 2.0385141 20.385141 

TOTAL 314.53259 0.0314533     58.407328   71.603389 

Parcela 4 
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Estimación de AGB Tiopampa (marzo-fresco) 

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 4.23 7.51 82.156088 0.00822 0.001 0.3475203 3.4752025 0.6169922 6.1699222 

2 7.52 8.91 55.324457 0.00553 0.001 0.4160399 4.1603992 0.4929409 4.9294091 

3 8.92 10.19 7.638224 0.00076 0.001 0.068133 0.6813296 0.0778335 0.778335 

4 10.2 11.47 30.849 0.00308 0.001 0.3146601 3.1466006 0.3538383 3.5383832 

5 11.48 12.57 56.197 0.00562 0.001 0.6451382 6.4513817 0.7063926 7.0639258 

6 12.58 13.54 15.257 0.00153 0.001 0.1919346 1.9193456 0.2065814 2.0658139 

7 13.55 14.4 20.750 0.00208 0.001 0.2811641 2.8116406 0.2988017 2.9880166 

8 14.41 15.25 17.222 0.00172 0.001 0.2481733 2.4817334 0.2626401 2.6264008 

9 15.26 16.65 70.991 0.00710 0.001 1.0833169 10.833169 1.1819939 11.819939 

10 16.66 19.76 82.154 0.00822 0.001 1.368684 13.68684 1.6233611 16.233611 

TOTAL 438.53856 0.0438539     49.647642   58.213756 

          

Parcela 5 

Estimación de AGB Tiopampa (marzo-fresco) 

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 3.465 4.33 24.421089 0.00244 0.001 0.0846191 0.8461907 0.1057433 1.0574332 

2 4.335 4.655 90.807884 0.00908 0.001 0.3936522 3.9365218 0.4227107 4.227107 

3 4.66 4.9 13.060682 0.00131 0.001 0.0608628 0.6086278 0.0639973 0.6399734 

4 4.905 5.145 16.640796 0.00166 0.001 0.0816231 0.816231 0.0856169 0.856169 

5 5.15 5.39 19.301299 0.00193 0.001 0.0994017 0.9940169 0.104034 1.04034 
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6 5.395 5.635 17.612291 0.00176 0.001 0.0950183 0.9501831 0.0992453 0.9924526 

7 5.64 5.9 12.321856 0.00123 0.001 0.0694953 0.6949527 0.072699 0.7269895 

8 5.905 6.21 60.909212 0.00609 0.001 0.3596689 3.596689 0.3782462 3.7824621 

9 6.215 6.62 30.838698 0.00308 0.001 0.1916625 1.9166251 0.2041522 2.0415218 

10 6.625 7.635 53.54554 0.00535 0.001 0.3547392 3.547392 0.4088202 4.088202 

TOTAL 339.45935 0.0339459     17.90743   19.45265 

          

Parcela 6 

Estimación de AGB Tiopampa (marzo-fresco) 

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 6.83 9.41 64.421089 0.00644 0.001 0.439996 4.3999604 0.6062024 6.0620245 

2 9.42 10.02 69.807884 0.00698 0.001 0.6575903 6.5759027 0.699475 6.99475 

3 10.03 10.53 13.060682 0.00131 0.001 0.1309986 1.3099864 0.137529 1.3752898 

4 10.54 11 16.640796 0.00166 0.001 0.175394 1.7539399 0.1830488 1.8304876 

5 11.01 11.45 19.301299 0.00193 0.001 0.2125073 2.125073 0.2209999 2.2099987 

6 11.46 11.92 17.612291 0.00176 0.001 0.2018369 2.0183685 0.2099385 2.0993851 

7 11.93 12.47 12.321856 0.00123 0.001 0.1469997 1.4699974 0.1536535 1.5365354 

8 12.48 13.08 68.909212 0.00689 0.001 0.859987 8.5998697 0.9013325 9.0133249 

9 13.09 13.83 83.838698 0.00838 0.001 1.0974486 10.974486 1.1594892 11.594892 

10 13.84 15.49 53.54554 0.00535 0.001 0.7410703 7.4107027 0.8294204 8.2942041 

TOTAL 419.45935 0.0419459     46.638286   51.010892 

          

Parcela 7 

Estimación de AGB Tiopampa (marzo-fresco) 
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Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 4.4 8.45 58.565947 0.00586 0.001 0.2576902 2.5769017 0.4948823 4.9488225 

2 8.46 10.23 32.456404 0.00325 0.001 0.2745812 2.7458118 0.332029 3.3202901 

3 10.24 11.55 2.290752 0.00023 0.001 0.0234573 0.234573 0.0264582 0.2645819 

4 11.56 12.68 42.629 0.00426 0.001 0.492792 4.92792 0.5405366 5.4053656 

5 12.69 13.63 56.655 0.00567 0.001 0.7189565 7.1895652 0.7722126 7.7221256 

6 13.64 14.41 16.593 0.00166 0.001 0.2263297 2.2632969 0.2391064 2.3910637 

7 14.42 15.18 19.227 0.00192 0.001 0.27725 2.7724995 0.2918623 2.9186229 

8 15.19 16.02 13.689 0.00137 0.001 0.2079324 2.0793236 0.219294 2.1929403 

9 16.03 17.09 66.710 0.00667 0.001 1.0693633 10.693633 1.1400761 11.400761 

10 17.1 19.59 73.224 0.00732 0.001 1.2521238 12.521238 1.4344506 14.344506 

TOTAL 382.03989 0.038204     48.004763   54.90908 

          

Parcela 8 

Estimación de AGB Tiopampa (marzo-fresco) 

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 2.21 2.75 62.31325 0.00623 0.001 0.1377123 1.3771228 0.1713614 1.7136144 

2 2.76 2.92 10.270643 0.00103 0.001 0.028347 0.2834697 0.0299903 0.2999028 

3 2.93 3.03 26.436629 0.00264 0.001 0.0774593 0.7745932 0.080103 0.8010299 

4 3.04 3.13 30.090772 0.00301 0.001 0.0914759 0.9147595 0.0941841 0.9418412 

5 3.14 3.24 23.934648 0.00239 0.001 0.0751548 0.7515479 0.0775483 0.7754826 

6 3.25 3.36 16.120274 0.00161 0.001 0.0523909 0.5239089 0.0541641 0.5416412 
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7 3.37 3.5 9.131832 0.00091 0.001 0.0307743 0.3077427 0.0319614 0.3196141 

8 5.1 3.71 4.877548 0.00049 0.001 0.0248755 0.2487549 0.0180957 0.180957 

9 7.2 4.01 56.504527 0.00565 0.001 0.4068326 4.0683259 0.2265832 2.2658315 

10 4.02 4.73 30.478281 0.00305 0.001 0.1225227 1.2252269 0.1441623 1.4416227 

TOTAL 270.1584 0.0270158     10.475453   9.2815373 

          

Parcela 9 

Estimación de AGB Tiopampa (marzo-fresco) 

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 24.17 28.34 5.2742404 0.00053 0.001 0.1274784 1.2747839 0.149472 1.4947197 

2 28.35 20.33 13.0967 0.00131 0.001 0.3712914 3.7129145 0.2662559 2.6625591 

3 20.34 31.77 26.287382 0.00263 0.001 0.5346853 5.3468534 0.8351501 8.3515011 

4 31.78 32.89 44.653815 0.00447 0.001 1.4190982 14.190982 1.468664 14.68664 

5 32.9 53.76 70.479459 0.00705 0.001 2.3187742 23.187742 3.7889757 37.889757 

6 53.77 54.57 147.12756 0.01471 0.001 7.9110487 79.110487 8.0287508 80.287508 

7 54.58 75.32 141.85655 0.01419 0.001 7.7425307 77.425307 10.684636 106.84636 

8 75.33 79.26 117.86522 0.01179 0.001 8.8787873 88.787873 9.3419976 93.419976 

9 79.27 87.44 58.632503 0.00586 0.001 4.6477985 46.477985 5.126826 51.26826 

10 87.45 90.06 33.352843 0.00334 0.001 2.9167061 29.167061 3.0037571 30.037571 

TOTAL 658.62628 0.0658626     368.68199   426.94485 

          

Parcela 10 

Estimación de AGB Tiopampa (marzo-fresco) 

Gridcode 
Valores por pixel 

0.2m2 Áreas 
Pixel (m2) 

AGB min AGB max 
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Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 15.15 18.04 86.80097 0.00868 0.001 1.3150347 13.150347 1.5658895 15.658895 

2 18.05 29.51 4.617334 0.00046 0.001 0.0833429 0.8334288 0.1362575 1.3625753 

3 29.52 40.82 5.664553 0.00057 0.001 0.1672176 1.672176 0.2312271 2.3122705 

4 40.83 62.01 10.90400 0.00109 0.001 0.4452104 4.452104 0.6761572 6.7615716 

5 62.02 83.09 12.825 0.00128 0.001 0.7953927 7.9539273 1.0656108 10.656108 

6 83.1 83.95 25.856 0.00259 0.001 2.148672 21.48672 2.17065 21.7065 

7 83.96 85.69 50.507 0.00505 0.001 4.2405757 42.405757 4.327953 43.27953 

8 84.7 85.54 37.661 0.00377 0.001 3.1899031 31.899031 3.2215385 32.215385 

9 85.55 86.85 30.096 0.00301 0.001 2.5747457 25.747457 2.613871 26.13871 

10 86.86 89.63 23.894 0.00239 0.001 2.0753994 20.753994 2.1415847 21.415847 

TOTAL 288.82639 0.0288826     170.35494   181.50739 

          

          

AGB total del área de estudio       

Min (Kg/ha) Max (Kg/ha)       
315.0613996 356.562106       
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Anexo 7  

Tabla 9 Estimación de AGB para Tiopampa – febrero/seco. 

Parcela 1 

Estimación de AGB Tiopampa (febrero-seco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 0.28 0.415 6.343202 0.0006343 0.001 0.0017761 0.017761 0.0026324 0.0263243 

2 0.42 0.47 16.277435 0.0016277 0.001 0.0068365 0.0683652 0.0076504 0.0765039 

3 0.475 0.525 16.602435 0.0016602 0.001 0.0078862 0.0788616 0.0087163 0.0871628 

4 0.53 0.585 13.831265 0.0013831 0.001 0.0073306 0.0733057 0.0080913 0.0809129 

5 0.59 0.655 9.932438 0.0009932 0.001 0.0058601 0.0586014 0.0065057 0.0650575 

6 0.66 0.725 8.926821 0.0008927 0.001 0.0058917 0.058917 0.0064719 0.0647195 

7 0.73 0.795 6.406404 0.0006406 0.001 0.0046767 0.0467667 0.0050931 0.0509309 

8 0.8 0.865 5.371089 0.0005371 0.001 0.0042969 0.0429687 0.004646 0.0464599 

9 0.87 0.94 4.578621 0.0004579 0.001 0.0039834 0.039834 0.0043039 0.043039 

10 0.945 1.12 3.599606 0.00036 0.001 0.0034016 0.0340163 0.0040316 0.0403156 

TOTAL 91.869316 0.0091869     0.5193976   0.5814263 

          

          

Parcela 2 

Estimación de AGB Tiopampa (febrero-seco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 
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1 0.27 0.395 10.302 0.0010302 0.001 0.0027814 0.0278143 0.0040691 0.0406912 

2 0.4 0.455 16.208 0.0016208 0.001 0.0064832 0.0648318 0.0073746 0.0737462 

3 0.46 0.515 23.272 0.0023272 0.001 0.010705 0.1070497 0.0119849 0.1198491 

4 0.52 0.585 17.726 0.0017726 0.001 0.0092175 0.0921753 0.0103697 0.1036972 

5 0.59 0.655 12.314 0.0012314 0.001 0.007265 0.0726502 0.0080654 0.0806541 

6 0.66 0.725 11.266 0.0011266 0.001 0.0074353 0.0743531 0.0081676 0.0816757 

7 0.73 0.79 9.163 0.0009163 0.001 0.0066889 0.066889 0.0072387 0.0723867 

8 0.795 0.865 6.402 0.0006402 0.001 0.0050895 0.0508946 0.0055376 0.0553759 

9 0.87 0.94 5.460 0.000546 0.001 0.00475 0.0475004 0.0051322 0.0513222 

10 0.945 1.135 2.913 0.0002913 0.001 0.0027528 0.0275284 0.0033063 0.0330633 

TOTAL 115.02403 0.0115024     0.6316868   0.7124617 

Parcela 3 

Estimación de AGB Tiopampa (febrero-seco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 0.29 0.42 7.393 0.0007393 0.001 0.002144 0.02144 0.0031051 0.031051 

2 0.425 0.48 18.844 0.0018844 0.001 0.0080089 0.080089 0.0090453 0.0904535 

3 0.485 0.535 19.864 0.0019864 0.001 0.0096341 0.0963408 0.0106273 0.1062728 

4 0.54 0.6 18.300 0.00183 0.001 0.009882 0.0988195 0.0109799 0.1097995 

5 0.605 0.675 14.558 0.0014558 0.001 0.0088078 0.0880785 0.0098269 0.0982694 

6 0.68 0.745 14.229 0.0014229 0.001 0.0096758 0.0967576 0.0106006 0.1060064 

7 0.75 0.815 13.645 0.0013645 0.001 0.0102334 0.102334 0.0111203 0.1112029 

8 0.82 0.885 11.815 0.0011815 0.001 0.0096882 0.0968815 0.0104561 0.1045612 

9 0.89 0.955 11.654 0.0011654 0.001 0.0103716 0.1037165 0.0111291 0.1112913 

10 0.96 1.135 9.256 0.0009256 0.001 0.0088857 0.0888569 0.0105055 0.1050548 
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TOTAL 139.55786 0.0139558     0.8733142   0.9739628 

Parcela 4 

Estimación de AGB Tiopampa (febrero-seco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 0.36 0.515 3.338 0.0003338 0.001 0.0012018 0.0120177 0.0017192 0.017192 

2 0.52 0.6 6.100 0.00061 0.001 0.0031719 0.031719 0.0036599 0.0365989 

3 0.605 0.675 7.209 0.0007209 0.001 0.0043616 0.043616 0.0048663 0.0486625 

4 0.68 0.745 8.373 0.0008373 0.001 0.0056935 0.0569352 0.0062378 0.0623775 

5 0.75 0.815 10.425 0.0010425 0.001 0.0078186 0.0781862 0.0084962 0.0849623 

6 0.82 0.885 12.199 0.0012199 0.001 0.0100028 0.100028 0.0107957 0.107957 

7 0.89 0.945 16.437 0.0016437 0.001 0.0146291 0.1462905 0.0155331 0.1553309 

8 0.95 0.995 18.317 0.0018317 0.001 0.0174011 0.1740113 0.0182254 0.182254 

9 1 1.06 14.384 0.0014384 0.001 0.0143843 0.1438434 0.0152474 0.152474 

10 1.065 1.275 4.793 0.0004793 0.001 0.0051049 0.0510495 0.0061116 0.0611155 

TOTAL 101.57535 0.0101575     0.8376969   0.9089248 

          

Parcela 5 

Estimación de AGB Tiopampa (febrero-seco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 0.32 0.48 8.721686 0.0008722 0.001 0.0027909 0.0279094 0.0041864 0.0418641 

2 0.485 0.55 18.202626 0.0018203 0.001 0.0088283 0.0882827 0.0100114 0.1001144 

3 0.555 0.62 21.099252 0.0021099 0.001 0.0117101 0.1171008 0.0130815 0.1308154 
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4 0.625 0.69 19.24351 0.0019244 0.001 0.0120272 0.1202719 0.013278 0.1327802 

5 0.695 0.77 22.213864 0.0022214 0.001 0.0154386 0.1543864 0.0171047 0.1710468 

6 0.775 0.84 22.753259 0.0022753 0.001 0.0176338 0.1763378 0.0191127 0.1911274 

7 0.845 0.905 25.368824 0.0025369 0.001 0.0214367 0.2143666 0.0229588 0.2295879 

8 0.91 0.965 30.752771 0.0030753 0.001 0.027985 0.2798502 0.0296764 0.2967642 

9 0.97 1.03 27.148063 0.0027148 0.001 0.0263336 0.2633362 0.0279625 0.279625 

TOTAL 195.50386 0.0195504     1.441842   1.5737254 

          

Parcela 6 

Estimación de AGB Tiopampa (febrero-seco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 0.275 0.42 4.709983 0.000471 0.001 0.0012952 0.0129525 0.0019782 0.0197819 

2 0.425 0.49 12.513439 0.0012513 0.001 0.0053182 0.0531821 0.0061316 0.0613159 

3 0.495 0.55 12.786845 0.0012787 0.001 0.0063295 0.0632949 0.0070328 0.0703276 

4 0.55 0.61 12.199399 0.0012199 0.001 0.0067097 0.0670967 0.0074416 0.0744163 

5 0.615 0.68 10.65398 0.0010654 0.001 0.0065522 0.065522 0.0072447 0.0724471 

6 0.685 0.745 9.938073 0.0009938 0.001 0.0068076 0.0680758 0.0074039 0.0740386 

7 0.75 0.815 8.977205 0.0008977 0.001 0.0067329 0.067329 0.0073164 0.0731642 

8 0.82 0.89 7.652808 0.0007653 0.001 0.0062753 0.062753 0.006811 0.06811 

9 0.895 0.965 7.089324 0.0007089 0.001 0.0063449 0.0634494 0.0068412 0.068412 

10 0.97 1.12 4.508793 0.0004509 0.001 0.0043735 0.0437353 0.0050498 0.0504985 

TOTAL 91.029849 0.009103     0.5673907   0.6325121 

          

Parcela 7 



86 
 

Estimación de AGB Tiopampa (febrero-seco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 0.335 0.58 0.728657 7.287E-05 0.001 0.0002441 0.002441 0.0004226 0.0042262 

2 0.585 0.69 1.514685 0.0001515 0.001 0.0008861 0.0088609 0.0010451 0.0104513 

3 0.695 0.78 2.866148 0.0002866 0.001 0.001992 0.0199197 0.0022356 0.022356 

4 0.785 0.855 4.648779 0.0004649 0.001 0.0036493 0.0364929 0.0039747 0.0397471 

5 0.86 0.92 8.330902 0.0008331 0.001 0.0071646 0.0716458 0.0076644 0.0766443 

6 0.925 0.97 14.32751 0.0014328 0.001 0.0132529 0.1325295 0.0138977 0.1389768 

7 0.975 1.015 17.068811 0.0017069 0.001 0.0166421 0.1664209 0.0173248 0.1732484 

8 1.02 1.07 15.735661 0.0015736 0.001 0.0160504 0.1605037 0.0168372 0.1683716 

9 1.075 1.14 9.829749 0.000983 0.001 0.010567 0.1056698 0.0112059 0.1120591 

10 1.145 1.32 2.98325 0.0002983 0.001 0.0034158 0.0341582 0.0039379 0.0393789 

TOTAL 78.034152 0.0078034     0.7386424   0.7854597 

          

Parcela 8 

Estimación de AGB Tiopampa (febrero-seco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 0.295 0.425 3.198631 0.0003199 0.001 0.0009436 0.009436 0.0013594 0.0135942 

2 0.43 0.5 10.824041 0.0010824 0.001 0.0046543 0.0465434 0.005412 0.0541202 

3 0.505 0.57 14.241108 0.0014241 0.001 0.0071918 0.0719176 0.0081174 0.0811743 

4 0.575 0.64 13.807605 0.0013808 0.001 0.0079394 0.0793937 0.0088369 0.0883687 

5 0.645 0.705 13.278269 0.0013278 0.001 0.0085645 0.0856448 0.0093612 0.0936118 
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6 0.71 0.775 13.183942 0.0013184 0.001 0.0093606 0.093606 0.0102176 0.1021756 

7 0.78 0.84 11.6 0.00116 0.001 0.009048 0.09048 0.009744 0.09744 

8 0.845 0.905 11.37093 0.0011371 0.001 0.0096084 0.0960844 0.0102907 0.1029069 

9 0.91 0.97 10.813391 0.0010813 0.001 0.0098402 0.0984019 0.010489 0.1048899 

10 0.975 1.155 5.872067 0.0005872 0.001 0.0057253 0.0572527 0.0067822 0.0678224 

TOTAL 108.18998 0.010819     0.7287604   0.8061039 

          

Parcela 9 

Estimación de AGB Tiopampa (febrero-seco) 

Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 0.37 0.555 0.766873 7.669E-05 0.001 0.0002837 0.0028374 0.0004256 0.0042561 

2 0.56 675 1.56 0.000156 0.001 0.0008736 0.008736 1.053 10.53 

3 0.68 0.775 2.979212 0.0002979 0.001 0.0020259 0.0202586 0.0023089 0.0230889 

4 0.78 0.855 5.172905 0.0005173 0.001 0.0040349 0.0403487 0.0044228 0.0442283 

5 0.86 0.92 9.039108 0.0009039 0.001 0.0077736 0.0777363 0.008316 0.0831598 

6 0.925 0.97 14.736874 0.0014737 0.001 0.0136316 0.1363161 0.0142948 0.1429477 

7 0.975 1.02 19.211116 0.0019211 0.001 0.0187308 0.1873084 0.0195953 0.1959534 

8 1.025 1.07 17.1482 0.0017148 0.001 0.0175769 0.1757691 0.0183486 0.1834857 

9 1.075 1.145 12.528651 0.0012529 0.001 0.0134683 0.134683 0.0143453 0.1434531 

10 1.15 1.32 3.522721 0.0003523 0.001 0.0040511 0.0405113 0.00465 0.0464999 

TOTAL 86.66566 0.0086666     0.8245049   11.397073 

          

Parcela 10 

Estimación de AGB Tiopampa (febrero-seco) 
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Gridcode 

Valores por pixel 

0.1m2 Áreas Pixel (m2) AGB min AGB max 

Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha 

1 0.37 0.545 2.298298 0.0002298 0.001 0.0008504 0.0085037 0.0012526 0.0125257 

2 0.55 0.63 3.191089 0.0003191 0.001 0.0017551 0.017551 0.0020104 0.0201039 

3 0.635 0.715 4.721758 0.0004722 0.001 0.0029983 0.0299832 0.0033761 0.0337606 

4 0.72 0.79 6.150455 0.000615 0.001 0.0044283 0.0442833 0.0048589 0.0485886 

5 0.795 0.865 8.719026 0.0008719 0.001 0.0069316 0.0693163 0.007542 0.0754196 

6 0.87 0.93 14.664878 0.0014665 0.001 0.0127584 0.1275844 0.0136383 0.1363834 

7 0.935 0.98 20.436935 0.0020437 0.001 0.0191085 0.1910853 0.0200282 0.200282 

8 0.985 1.04 19.943387 0.0019943 0.001 0.0196442 0.1964424 0.0207411 0.2074112 

9 1.045 1.11 10.994384 0.0010994 0.001 0.0114891 0.1148913 0.0122038 0.1220377 

10 1.115 1.315 2.51352 0.0002514 0.001 0.0028026 0.0280257 0.0033053 0.0330528 

          

          

AGB total del área de estudio       

Min (Kg/ha) Max (Kg/ha)       

72.57306441 174.9296015       
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Anexo 8 

Tabla 10 Estimación de AGB para Tiopampa – marzo/seco. 

Parcela 1  

Estimación de AGB Tiopampa (marzo-seco)  

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max  
Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha  

1 1.24 1.405 3.599212 0.0003599 0.001 0.004463 0.0446302 0.0050569 0.0505689  
2 1.41 1.475 11.129521 0.001113 0.002 0.0313852 0.3138525 0.0328321 0.3283209  
3 1.48 1.535 21.480902 0.0021481 0.002 0.0635835 0.6358347 0.0659464 0.6594637  
4 1.54 1.59 22.025812 0.0022026 0.002 0.0678395 0.678395 0.0700421 0.7004208  
5 1.595 1.65 17.793097 0.0017793 0.002 0.05676 0.5675998 0.0587172 0.5871722  
6 1.655 1.715 12.408339 0.0012408 0.002 0.0410716 0.410716 0.0425606 0.425606  
7 1.72 1.79 7.753757 0.0007754 0.002 0.0266729 0.2667292 0.0277585 0.2775845  
8 1.795 1.88 4.266847 0.0004267 0.002 0.015318 0.1531798 0.0160433 0.1604334  
9 1.885 2.005 2.323596 0.0002324 0.002 0.00876 0.0875996 0.0093176 0.0931762  

10 2.01 2.275 80.67 0.008067 0.002 0.3242934 3.242934 0.3670485 3.670485  
TOTAL 183.45108 0.0183451     6.4014709   6.9532317  

Parcela 2  

Estimación de AGB Tiopampa (marzo-seco)  

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max  
Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha  

1 1.08 1.285 61.55 0.006155 0.001 0.066474 0.66474 0.0790918 0.7909175  
2 1.29 1.38 4.772808 0.0004773 0.002 0.0123138 0.1231384 0.013173 0.1317295  



90 
 

3 1.385 1.455 9.888387 0.0009888 0.002 0.0273908 0.2739083 0.0287752 0.2877521  
4 1.46 1.51 20.004167 0.0020004 0.002 0.0584122 0.5841217 0.0604126 0.6041258  
5 1.515 1.56 26.445504 0.0026446 0.002 0.0801299 0.8012988 0.08251 0.8250997  
6 1.565 1.615 23.462891 0.0023463 0.002 0.0734388 0.7343885 0.0757851 0.7578514  
7 1.62 1.67 17.276406 0.0017276 0.002 0.0559756 0.5597556 0.0577032 0.577032  
8 1.675 1.745 10.314384 0.0010314 0.002 0.0345532 0.3455319 0.0359972 0.359972  
9 1.75 3.6 46.888423 0.0046888 0.002 0.1641095 1.6410948 0.3375966 3.3759665  

10 3.61 2.17 80.836404 0.0080836 0.002 0.5836388 5.8363884 0.35083 3.5082999  
TOTAL 301.43937 0.0301439     11.564366   11.218746  

Parcela 3 

Estimación de AGB Tiopampa (marzo-seco)  

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max  
Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha  

1 1.21 1.39 81.436404 0.0081436 0.001 0.098538 0.9853805 0.1131966 1.131966  
2 1.395 1.475 6.521587 0.0006522 0.002 0.0181952 0.1819523 0.0192387 0.1923868  
3 1.48 1.535 13.881178 0.0013881 0.002 0.0410883 0.4108829 0.0426152 0.4261522  
4 1.54 1.59 17.420606 0.0017421 0.002 0.0536555 0.5365547 0.0553975 0.5539753  
5 1.595 1.64 18.211733 0.0018212 0.002 0.0580954 0.5809543 0.0597345 0.5973448  
6 1.645 1.7 13.913922 0.0013914 0.002 0.0457768 0.457768 0.0473073 0.4730733  
7 1.705 1.765 90.62526 0.0090625 0.002 0.3090321 3.0903214 0.3199072 3.1990717  
8 1.77 1.845 5.703031 0.0005703 0.002 0.0201887 0.2018873 0.0210442 0.2104418  
9 1.85 1.95 2.809887 0.000281 0.002 0.0103966 0.1039658 0.0109586 0.1095856  

10 1.955 2.2 90.983952 0.0090984 0.002 0.3557473 3.5574725 0.4003294 4.0032939  
TOTAL 341.50756 0.0341508     10.10714   10.897291  

Parcela 4 
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Estimación de AGB Tiopampa (marzo-seco)  

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max  
Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha  

1 0.72 1.03 3.338 0.0003338 0.001 0.0024035 0.0240355 0.0034384 0.0343841  
2 1.04 1.2 60.100 0.00601 0.001 0.0625038 0.6250381 0.0721198 0.7211978  
3 1.21 1.35 72.209 0.0072209 0.001 0.0873732 0.8737321 0.0974825 0.974825  
4 1.36 1.49 88.373 0.0088373 0.001 0.120187 1.2018704 0.1316755 1.316755  
5 1.5 1.63 10.425 0.0010425 0.001 0.0156372 0.1563724 0.0169925 0.1699247  
6 1.64 1.77 12.199 0.0012199 0.001 0.0200056 0.200056 0.0215914 0.2159141  
7 1.78 1.89 16.437 0.0016437 0.001 0.0292581 0.292581 0.0310662 0.3106619  
8 1.9 1.99 18.317 0.0018317 0.001 0.0348023 0.3480227 0.0364508 0.3645079  
9 2 2.12 14.384 0.0014384 0.001 0.0287687 0.2876868 0.0304948 0.304948  

10 2.13 2.55 89.793 0.0089793 0.001 0.1912599 1.9125989 0.2289731 2.2897311  
TOTAL 385.57535 0.0385575     5.9219937   6.7028495  

           

Parcela 5 

Estimación de AGB Tiopampa (marzo-seco)  

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max  
Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha  

1 1.19 1.365 89.728657 0.0089729 0.001 0.1067771 1.067771 0.1224796 1.2247962  
2 1.37 1.445 61.514685 0.0061515 0.002 0.1685502 1.6855024 0.1777774 1.7777744  
3 1.45 1.5 72.866148 0.0072866 0.002 0.2113118 2.1131183 0.2185984 2.1859844  
4 1.505 1.545 4.648779 0.0004649 0.002 0.0139928 0.1399282 0.0143647 0.1436473  
5 1.55 1.595 8.330902 0.0008331 0.002 0.0258258 0.258258 0.0265756 0.2657558  
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6 1.6 1.645 14.32751 0.0014328 0.002 0.045848 0.4584803 0.0471375 0.4713751  
7 1.65 1.71 17.068811 0.0017069 0.002 0.0563271 0.5632708 0.0583753 0.5837533  
8 1.715 1.79 15.735661 0.0015736 0.002 0.0539733 0.5397332 0.0563337 0.5633367  
9 1.79 1.895 9.829749 0.000983 0.002 0.0351905 0.351905 0.0372547 0.3725475  

10 1.9 2.075 72.98325 0.0072983 0.002 0.2773364 2.7733635 0.3028805 3.0288049  
TOTAL 367.03415 0.0367034     9.9513307   10.617775  

           

Parcela 6 

Estimación de AGB Tiopampa (marzo-seco)  

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max  
Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha  

1 1.145 1.39 4.178424 0.0004178 0.001 0.0047843 0.047843 0.005808 0.0580801  
2 1.395 1.47 6.657748 0.0006658 0.002 0.0185751 0.1857512 0.0195738 0.1957378  
3 1.475 1.52 17.037239 0.0017037 0.002 0.0502599 0.5025986 0.0517932 0.5179321  
4 1.525 1.565 20.172544 0.0020173 0.002 0.0615263 0.6152626 0.0631401 0.6314006  
5 1.57 1.615 21.144419 0.0021144 0.002 0.0663935 0.6639348 0.0682965 0.6829647  
6 1.62 1.665 16.905045 0.0016905 0.002 0.0547723 0.5477235 0.0562938 0.562938  
7 1.67 1.73 12.196688 0.0012197 0.002 0.0407369 0.4073694 0.0422005 0.4220054  
8 1.735 1.81 6.29 0.000629 0.002 0.0218263 0.218263 0.0227698 0.227698  
9 1815 1.915 2.962808 0.0002963 0.002 10.754993 107.54993 0.0113476 0.1134755  

10 1.92 2.255 0.666404 6.664E-05 0.002 0.002559 0.0255899 0.0030055 0.0300548  
TOTAL 108.21132 0.0108211     110.76427   3.4422871  

           

Parcela 7 

Estimación de AGB Tiopampa (marzo-seco)  
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Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max  
Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha  

1 0.335 0.58 99.728657 0.0099729 0.001 0.0334091 0.334091 0.0578426 0.5784262  
2 0.585 0.69 81.514685 0.0081515 0.001 0.0476861 0.4768609 0.0562451 0.5624513  
3 0.695 0.78 92.866148 0.0092866 0.001 0.064542 0.6454197 0.0724356 0.724356  
4 0.785 0.855 54.648779 0.0054649 0.001 0.0428993 0.4289929 0.0467247 0.4672471  
5 0.86 0.92 78.330902 0.0078331 0.001 0.0673646 0.6736458 0.0720644 0.7206443  
6 0.925 0.97 14.32751 0.0014328 0.001 0.0132529 0.1325295 0.0138977 0.1389768  
7 0.975 1.015 17.068811 0.0017069 0.001 0.0166421 0.1664209 0.0173248 0.1732484  
8 1.02 1.07 15.735661 0.0015736 0.001 0.0160504 0.1605037 0.0168372 0.1683716  
9 1.075 1.14 9.829749 0.000983 0.001 0.010567 0.1056698 0.0112059 0.1120591  

10 1.145 1.32 72.98325 0.0072983 0.001 0.0835658 0.8356582 0.0963379 0.9633789  
TOTAL 537.03415 0.0537034     3.9597924   4.6091597  

           

Parcela 8 

Estimación de AGB Tiopampa (marzo-seco)  

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max  
Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha  

1 1.105 1.375 2.31325 0.00023 0.001 0.0025561 0.0255614 0.0031807 0.0318072  
2 1.38 1.46 10.270643 0.00103 0.001 0.0141735 0.1417349 0.0149951 0.1499514  
3 1.465 1.515 6.436629 0.00064 0.001 0.0094297 0.0942966 0.0097515 0.0975149  
4 1.52 1.565 30.090772 0.00301 0.001 0.045738 0.4573797 0.0470921 0.4709206  
5 1.57 1.62 23.934648 0.00239 0.001 0.0375774 0.375774 0.0387741 0.3877413  
6 1.625 1.68 16.120274 0.00161 0.001 0.0261954 0.2619545 0.0270821 0.2708206  
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7 1.685 1.75 9.131832 0.00091 0.001 0.0153871 0.1538714 0.0159807 0.1598071  
8 1.75 1.855 48.877548 0.00489 0.001 0.0855357 0.8553571 0.0906679 0.9066785  
9 1.86 2.005 11.504527 0.00115 0.001 0.0213984 0.2139842 0.0230666 0.2306658  

10 2.01 2.365 10.478281 0.00105 0.001 0.0210613 0.2106134 0.0247811 0.2478113  
TOTAL 169.1584 0.0169158     2.7905272   2.9537187  

           

Parcela 9 

Estimación de AGB Tiopampa (marzo-seco)  

Gridcode 

Valores por pixel 

0.2m2 Áreas Pixel (m2) AGB min AGB max  
Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha  

1 0.74 1.11 6.766873 0.0006767 0.001 0.0050075 0.0500749 0.0075112 0.0751123  
2 1.12 1350 91.56 0.009156 0.001 0.1025472 1.025472 123.606 1236.06  
3 1.36 1.55 62.979212 0.0062979 0.001 0.0856517 0.8565173 0.0976178 0.9761778  
4 1.56 1.71 5.172905 0.0005173 0.001 0.0080697 0.0806973 0.0088457 0.0884567  
5 1.72 1.84 9.039108 0.0009039 0.001 0.0155473 0.1554727 0.016632 0.1663196  
6 1.85 1.94 14.736874 0.0014737 0.001 0.0272632 0.2726322 0.0285895 0.2858954  
7 1.95 2.04 19.211116 0.0019211 0.001 0.0374617 0.3746168 0.0391907 0.3919068  
8 2.05 2.14 17.1482 0.0017148 0.001 0.0351538 0.3515381 0.0366971 0.3669715  
9 2.15 2.29 12.528651 0.0012529 0.001 0.0269366 0.269366 0.0286906 0.2869061  

10 2.3 2.64 7.522721 0.0007523 0.001 0.0173023 0.1730226 0.01986 0.1985998  
TOTAL 246.66566 0.0246666     3.6094097   1238.8963  

           

Parcela 10 

Estimación de AGB Tiopampa (marzo-seco)  

Gridcode 
Valores por pixel 

0.2m2 Áreas 
Pixel (m2) 

AGB min AGB max  
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Min Max Área (m2) Área (Ha) g/m2 Kg/Ha g/m2 Kg/Ha  
1 0.37 0.545 45.96596 0.0045966 0.001 0.0170074 0.1700741 0.0250514 0.2505145  
2 0.55 0.63 63.82178 0.0063822 0.001 0.035102 0.3510198 0.0402077 0.4020772  
3 0.635 0.715 94.43516 0.0094435 0.001 0.0599663 0.5996633 0.0675211 0.6752114  
4 0.72 0.79 30.752275 0.0030752 0.001 0.0221416 0.2214164 0.0242943 0.242943  
5 0.795 0.865 26.157078 0.0026157 0.001 0.0207949 0.2079488 0.0226259 0.2262587  
6 0.87 0.93 29.329756 0.002933 0.001 0.0255169 0.2551689 0.0272767 0.2727667  
7 0.935 0.98 40.87387 0.0040874 0.001 0.0382171 0.3821707 0.0400564 0.4005639  
8 0.985 1.04 39.886774 0.0039887 0.001 0.0392885 0.3928847 0.0414822 0.4148224  
9 1.045 1.11 21.988768 0.0021989 0.001 0.0229783 0.2297826 0.0244075 0.2440753  

10 1.115 1.315 50.2704 0.005027 0.001 0.0560515 0.560515 0.0661056 0.6610558  
TOTAL 443.48182 0.0443482     3.3706441   3.790289  

               

           

AGB total del área de estudio        

Min (Kg/ha) Max (Kg/ha)        
51.93975582 400.8878451        

 

 


